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优化算法复杂度分析
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第一部分
理论基础
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问题分类

优化问题 P：

f∗ = min
x∈X

f(x) (1)

可分类为：

1. 约束/无约束：X ⊂ Rn/X ≡ Rn

2. 光滑/非光滑：f(x) 在 X 上可导/不可导

3. 凸/强凸/非凸：f(x) 是凸/强凸/非凸函数

4. 随机优化：f(x) = Eξ

[
F (x, ξ)

]
，ξ 是随机变量
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复杂度分析的问题模型

约定 F := {P} 是具体问题 P 的集合，S 是待考察的数值解算法。
▶ 全局信息 Σ：S 所能获取的、F 中的共有特征信息（e.g., 目标函
数是否光滑、可微、约束集合的类型、是否有界等）；

▶ 局部信息 O：为了认识和求解 P ∈ F，S 需要逐步收集有关 P
的局部信息，然后根据这些信息给出寻找最优解的策略。这个过
程被记为子程序 O（Oracle）。例如，梯度法中求解 f 在给定点的
导数的过程；

▶ 解的精度 Tϵ：用于衡量 S 取得的解和最优解之间的差距。不同类
型的 F，其解的精度的度量方式不同。

由此，我们扩充问题集合 F，得到复杂度分析理论中的问题模型 F：

F ≡ (Σ,O, Tϵ). (2)

S 只能连续调用这三个部分来获得最优解的近似值。
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全局信息 Σ

Σ 包含目标函数信息和约束集合信息。

我们首先来讨论目标函数信息。全局约定如下：设 X ⊂ Rn 是闭凸集
合，X∗ 是问题(1)最优解的集合，x∗ 是 x 在 X∗ 上的投影。

我们将具体问题按照目标函数的特征进行划分：

▶ C(X)（或记为 C0(X)）：是所有连续函数的集合。

▶ CL(X)（或记为 C0,0
L (X)）：若 f(x) ∈ CL(X)，则 f(x) 具有

Lipschitz 连续性：

|f(x)− f(y)| ≤ L∥x− y∥, ∀x, y ∈ X. (3)

▶ C1,1
L (X)：若 f(x) ∈ C1,1

L (X)，则 f(x) 一阶可导且导数具有
Lipschitz 连续性：

|∇f(x)−∇f(y)| ≤ L∥x− y∥, ∀x, y ∈ X. (4)
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全局信息 Σ

▶ C1,α
L (X)：若 f(x) ∈ C1,α

L (X)，则 f(x) 一阶可导且导数具有
Hölder 连续性，其中 α ∈ [0, 1]：

|∇f(x)−∇f(y)| ≤ L∥x− y∥α, ∀x, y ∈ X. (5)

▶ F0,1
L,µ(X)：是 CL(X) 和强凸函数集合的交集。即，若

f(x) ∈ F0,1
L,µ(X)，则还有：

f(y) ≥ f(x) + ⟨∂f(x), y − x⟩+ µ

2
∥y − x∥2, ∀x, y ∈ X. (6)

▶ F1,1
L (X): 是 C1,1

L (X) 和凸函数集合的交集。

▶ S1,1L,µ(X)：是 C1,1
L (X) 和具有二阶增长性的凸函数集合的交集。

即，若 f(x) ∈ S1,1L,µ(X)，则还有：

f(x)− f∗ ≥ µ

2
∥x− x∗∥2. (7)
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全局信息 Σ

▶ W1,1
L,µ(X)：是 C1,1

L (X) 和弱强凸函数集合的交集。即，若
f(x) ∈ W1,1

L,µ(X)，则还有：

f∗ ≥ f(x) + ⟨∇f(x), x∗ − x⟩+ µ

2
∥x− x∗∥2, ∀x ∈ X. (8)

▶ F1,1
L,µ(X)：是 C1,1

L (X) 和强凸函数集合的交集。即，若
f(x) ∈ F1,1

L,µ(X)，则还有：

f(y) ≥ f(x) + ⟨∂f(x), y − x⟩+ µ

2
∥y − x∥2, ∀x, y ∈ X. (9)

显然有：

F1,1
L,µ(X) ⊂ W1,1

L,µ(X) ⊂ S1,1L,µ(X) ⊂ F1,1
L (X). (10)
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全局信息 Σ

对于约束集合信息，若 X 是闭凸集合，则问题(1)可以用投影梯度法求
解。

更特殊地，若 X 是单纯形或凸多面体时，即

X :=

{
x ∈ Rn :

n∑
i=1

xn = 1, xi ≥ 0, i = 1, ..., n

}
,

则可以用条件梯度法求解问题(1)。

我们会在后文解释为什么对于这类约束集合这些方法取得更好的收敛
速度和更低的复杂度。
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局部信息 O

算法 S 通过子程序 O 来获取所求问题的局部信息。例如，∀x0 ∈ X，

1. 梯度法的子程序返回函数值信息 f(x0) 和梯度信息 ∇f(x0)

2. 次梯度法的子程序返回次梯度信息 ∂f(x0)

3. 牛顿法的子程序返回二阶导数信息 ∇2f(x0)

i

子程序 O 需要具备：
▶ 黑盒性：O 是 S 获取局部信息的唯一来源
▶ 局部性：对测试点 x 做微小扰动，O(x) 的变化不大（这是对 S
进行收敛性分析的关键假设）
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常见的子程序 O

▶ ZO（无导数优化）：∀x0 ∈ X，返回 f(x0)

▶ FO（梯度法等）：∀x0 ∈ X，返回 f(x0)、∇f(x0) 或 ∂f(x0)

▶ 2ndO（牛顿法）：∀x0 ∈ X，返回 f(x0)、∇f(x0) 以及 ∇2f(x0)

▶ SFO（随机梯度法等）：∀x0 ∈ X，返回函数值 F (x0, ξ0) 和一阶
随机梯度信息 G(x0, ξ0)

▶ PO（投影梯度法）：∀x0 ∈ Rn，返回 x0 在 X 上的投影：

y ∈ argmin
x∈X

∥x0 − x∥2.

▶ LO（条件梯度法）：当 X 是多面体时，给定 x0 返回线性规划的
解 y ∈ argminx∈X⟨x0, x⟩

▶ SO（椭球法）：若 X 是有界闭约束集合，则 ∀c0 ∈ Rn，若
c0 ∈ X 则返回真，否则返回一个向量 w 在 c0 处形成的一个分割
超平面：w⊤(x− c0) ≤ 0,∀x ∈ X。
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解的精度 Tϵ

对于不同的问题，我们采用不同的解的精度来衡量算法的复杂度。

▶ 确定性优化问题

（适用于凸函数）f(xk)− f∗ ≤ ϵ,
f(xk)− f∗

f(xk)
≤ ϵ, (11)

（适用于非凸函数）∥∇f(xk)∥ ≤ ϵ, ∥xk − x∗∥ ≤ ϵ. (12)

▶ 随机性优化问题：ϵ 解和 (ϵ, δ) 解

E
[
f(xk)− f∗

]
≤ ϵ, E

[
∥∇f(xR)∥2

]
≤ ϵ, (13)

Pr
{
f(xk)− f∗ ≥ ϵ

}
≤ δ, Pr

{
∥∇f(xR)∥2

}
≤ δ. (14)
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抽象迭代算法的运行框架

对于确定优化问题，我们有如下算法框架：

Algorithm 1: 抽象迭代算法 S 的运行框架（面向确定优化问题）
1 Input: ϵ > 0, x0 ∈ X，初始信息集合 I−1 = ∅
2 for k = 0, 1, 2, ... do
3 在 xk 处调用子程序 O，获得目标函数 f(x) 和局部信息 O(xk)
4 更新信息集合 Ik = Ik−1 ∪ (xk,O(xk))
5 应用 S 的规则处理 Ik 得到新的迭代点 xk+1

6 验证 xk 是否满足停止条件 Tϵ。若满足则输出 xk；否则 k ← k + 1 并
转到步骤 2。

7 end for
Output: 最终步的迭代点 x̄ = S(x0)

对于随机优化问题，需要作出如下更改：

1. 步骤 2：调用子程序 SFO 得到局部信息 SFO(xk, ξk)

2. 步骤 3：更新信息集合 Ik = Ik−1 ∪ (xk, ξk,SFO(xk, ξk))
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复杂度分析的算法模型

在上述抽象迭代算法框架中，新的迭代点 xk+1 通过

xk+1 = Fk

(
x0, ..., xk,∇f(x0), ...,∇f(xk), f(x0), ...., f(xk)

)
.

得到。即，每一个具体的 S 都对应着一组迭代规则函数

F := (F1, F2, ...). (15)

我们将不同 F 的集合对应的解算法 S 的集合记做解算法集合M。例
如

xk+1 = x0 + span
{
∇f(x0),∇f(x1), ...,∇f(xk)

}
. (16)

就对应着一阶算法的集合。
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复杂度的度量

▶ 分析复杂度：S 将 P 求解到精度 ϵ 总共需要调用 O 的次数
▶ 算法复杂度：S 将 P 求解到精度 ϵ 总共需要的算法操作（包含 O
内部的操作和 S 本身的操作）

我们主要关注分析复杂度。记 S 求解 P 的分析复杂度为 NS(P, ϵ)，我
们定义问题集合 F 的复杂度上界和下界：
▶ F 的复杂度上界：

ComplS(ϵ) := sup
P∈F

NS(P, ϵ). (17)

▶ F 的复杂度下界：

Compl(ϵ) := inf
S∈M

ComplS(ϵ) = inf
S∈M

sup
P∈F

NS(P, ϵ). (18)

为了得到问题集合 F 的复杂度上界，我们需要找到一个解算法 S，使
得 F 中的所有问题 P 都可以被其求解。对于 F 的复杂度下界，我们
需要找到 F 中的一类病态问题，使得M 中的算法的效率的都很低。
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分析复杂度与收敛率的关系

我们可以从算法的收敛率中得到算法的分析复杂度：

▶ 次线性收敛率：f(xk)− f∗ ≤ c√
k
，其中 c 为常数。令 c√

k
≤ ϵ，得

到 k ≥ c2

ϵ2，因此分析复杂度为 O(
1
ϵ2 )。

▶ 线性收敛率：∥xk − x∗∥ ≤ c(1− q)k，其中 c 为常数。同理可得到
分析复杂度为 O(ln 1

ϵ )。

▶ 二阶收敛率：∥xk+1 − x∗∥ ≤ c∥xk − x∗∥2，其中 c 为常数。同理
可得到分析复杂度为 O(ln ln 1

ϵ )。
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算法复杂度表

我们将重心法记为 gravity，椭球法记为 ellipsoid，投影梯度法记为
PGD（Projected Gradient Method），加速梯度法记为 AGD
（Accelerated Gradient Method），条件梯度法记为 CndG（Conditional

Gradient Method），加速条件梯度法记为 CGS（Conditional Gradient
Sliding Method）。

下表中的函数都是凸函数，X ⊆ Rn 是闭且凸的，且满足
B(r) ⊆ X ⊆ B(R)。Q = L

µ，其中 L 是梯度的 Lipschitz 常数，µ 是强
凸函数对应的常数，B(·) 是范数球。
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算法复杂度表

下表中的函数都是凸函数，X ⊆ Rn 是闭且凸的，且满足
B(r) ⊆ X ⊆ B(R)。Q = L

µ，其中 L 是梯度的 Lipschitz 常数，µ 是强
凸函数对应的常数，B(·) 是范数球。
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算法复杂度表

下表中的函数都是凸函数，X ⊆ Rn 是闭且凸的，且满足
B(r) ⊆ X ⊆ B(R)。Q = L

µ，其中 L 是梯度的 Lipschitz 常数，µ 是强
凸函数对应的常数，B(·) 是范数球。

从下面开始，我们将依次分析各种算法适用的问题模型以及对应的复
杂度。
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第二部分
光滑优化问题的复杂度分析
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纲要

1. 光滑优化问题与光滑函数子集合

2. 梯度法
▶ 面向（无约束）光滑非凸函数
▶ 面向（无约束）光滑凸/具有二阶增长性的凸/弱强凸/强凸
函数

3. 牛顿法

4.（无约束）光滑凸/强凸优化问题的复杂度下界

5. Nesterov 加速梯度算法
▶ 面向光滑凸函数（默认版本）
▶ 面向光滑非凸函数（需改进）
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光滑优化问题

我们将给出优化问题

f∗ = min
x∈X

f(x)

的复杂度分析，其中 f(x) 是光滑的。

首先，我们将定义一些光滑函数的子集合，并列出它们的一些性质。
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光滑函数子集合 Ck,p
L (X)

∀X ∈ Rn：

▶ 定义 Ck,p
L (X) 为具有如下性质的函数集合：

1. 任何函数 f ∈ Ck,p
L (X) 在 X 上 k 次连续可微；

2. 任何函数 f ∈ Ck,p
L (X) 的 p 阶导数在 X 上 Lipschitz 连续

（对于某常数 L）：

∥f (p)(x)− f (p)(y)∥ ≤ L∥x− y∥,∀x, y ∈ X. (19)

▶ 定义 Fk,p
L (X) 为 Ck,p

L (X) 和凸函数集合的交集。
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光滑函数子集合的性质

性质 2.1：若 f1 ∈ Ck,p
L1

(X), f2 ∈ Ck,p
L2

(X)，且 α, β ∈ R，则对
L3 = |α|L1 + |β|L2 有 αf1 + βf2 ∈ Ck,p

L3
(X).

性质 2.2：f ∈ C2,1
L (Rn) ⊂ C1,1

L (Rn) iff ∀x ∈ Rn
[
∥∇2f(x)∥ ≤ L

]
。

性质 2.3：若 f ∈ C1,1
L (Rn)，则 ∀x, y ∈ Rn，有

∣∣f(y)− f(x)− ⟨∇f(x), y − x⟩
∣∣ ≤ L

2
∥y − x∥2. (20)

性质 2.4：若 f ∈ C2,2
L (Rn)，则 ∀x, y ∈ Rn，∃M > 0满足

∥∥∇f(y)−∇f(x)− ⟨∇2f(x), y − x⟩
∥∥ ≤ M

2
∥y − x∥2, (21)∣∣f(y)− f(x)− ⟨∇f(x), y−x⟩ − 1

2
⟨∇2f(x)(y − x), y − x⟩

∣∣
≤ M

6
∥y − x∥3. (22)
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光滑函数子集合的性质

性质 2.5：令 f ∈ C2,2
L (Rn) 且 ∥y − x∥ = r 则∃M > 0满足

∇2f(x)−MrIn ⪯ ∇2f(y) ⪯ ∇2f(x) +MrIn. (In是单位阵) (23)

性质 2.6：若 f ∈ F1,1
L (Rn)，则 ∀x, y ∈ Rn, α ∈ [0, 1] 有

0 ≤ f(y)− f(x)− ⟨∇f(x), y − x⟩ ≤ L

2
∥y − x∥2, (24)

f(x) + ⟨∇f(x), y − x⟩+ 1

2L
∥∇f(x)−∇f(y)∥2 ≤ f(y), (25)

1

L
∥∇f(y)−∇f(x)∥2 ≤ ⟨∇f(x)−∇f(y), x− y⟩ ≤ L∥x− y∥2, (26)

αf(x) + (1− α)f(y) ≤ f(αx+ (1− α)y)

+
α(1− α)

2L
∥∇f(x)−∇f(y)∥2, (27)

αf(x) + (1− α)f(y) ≤ f(αx+ (1− α)y)

+ α(1− α)
L

2
∥x− y∥2. (28)
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梯度法

接下来我们分析不同算法在不同光滑函数子集合中的收敛性和复杂度，
并给出不同光滑函数子集合的复杂度上界。

我们首先考虑梯度法在求解

min
x∈Rn

f(x)

时的复杂度（即 X = Rn）。

在梯度法中，新的迭代点通过如下方式得到：

xk+1 = xk − hk∇f(xk), (29)

其中 hk 为步长。



.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

梯度法

梯度法的步长 hk 有三种选择方式：

▶ 固定步长和变步长策略：hk = h > 0 或 hk = h√
k+1
；

▶ 精确先搜索步长法：hk = argminh≥0 f
(
xk − h∇f(xk)

)
；

▶ Goldenstein-Armijo 准则：令 xk+1 = xk − hk∇f(xk)，寻找满足
以下不等式的 hk：

α⟨∇f(xk), xk − xk+1⟩ ≤ f(xk)− f(xk+1)

β⟨∇f(xk), xk − xk+1⟩ ≥ f(xk)− f(xk+1),

其中 0 < α < β < 1。
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梯度法求解问题集合 C1,1
L (Rn)

问题模型 2.1
考虑无约束非凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：目标函数 f ∈ C1,1

L (Rn)，约束集合 X ≡ Rn，且
f(x) 不一定是凸函数；f(x) 有下界，即

∃M ∈ R
[
∀x ∈ X, f(x) ≥M

]
. (30)

▶ 局部信息 O：FO 子程序，对于任意给定的 x0 返回 f(x0) 和
∇f(x0)；

▶ 解的精度 Tϵ：求局部极小值的近似解 x̄ ∈ Rn，使得 ∥∇f(x̄)∥ ≤ ϵ。
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梯度法求解问题集合 C1,1
L (Rn)

定理 2.1
使用梯度法求解问题模型 2.1 时，取 x̄ 满足
∥∇f(x̄)∥ = min0≤k≤N ∥∇f(xk)∥，则算法的收敛速度为：

∥∇f(x̄)∥ ≤ 1√
N + 1

[
L

ω

(
f(x0)− f∗)] 1

2

. (31)

复杂度上界为

N(ϵ) ≤ L(f(x0)− f∗)

ωϵ2
. (32)

证明.
结合性质 2.3，可以发现三种步长设定方式均可得到
f(xk)− f(xk+1) ≥ ω

L∥∇f(xk)∥2。将其对所有的迭代步累加即可。
这意味着，梯度法求解 C1,1

L (Rn) 时，表现为全局次线性收敛，复杂度
上界为 O

(
1
ϵ2

)
。
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梯度法求解问题集合 C2,2
L (Rn)

问题模型 2.2
考虑无约束非凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：

1. 目标函数 f ∈ C2,2
L (Rn)，约束集合 X ≡ Rn，且 f(x) 不一

定是凸函数；
2. f(x) 存在局部极小值点 x∗，且 ∇2f(x∗) 正定；
3. ∃0 < m ≤M <∞

[
mIn ⪯ ∇2f(x∗) ⪯MIn

]
；

4. 初始点 x0 距离 x∗ 足够近；

▶ 局部信息 O：FO 子程序，对于任意给定的 x0 返回 f(x0) 和
∇f(x0)；

▶ 解的精度 Tϵ：求局部极小值的近似解 x̄ ∈ Rn，使得 ∥∇f(x̄)∥ ≤ ϵ。
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梯度法求解问题集合 C2,2
L (Rn)

定理 2.2
假设梯度法的初始点 x0 距离极小值点 x∗ 足够近，满足

r0 = ∥x0 − x∗∥ < r̄ =
2m

L
, (33)

且步长取 hk = 2
m+M，则梯度法求解问题模型 2.2 的收敛速率为：

∥xk − x∗∥ ≤ r̄r0
r̄ − r0

(
1− 2m

M + 3m

)k
. (34)

复杂度上界为

M + 3m

2m

[
ln
( r̄r0
r̄ − r0

)
+ ln 1

ϵ

]
. (35)

这意味着，梯度法求解 C2,2
L (Rn) 时，表现为局部线性收敛，复杂度上

界为 O
(

ln 1
ϵ

)
。
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梯度法求解问题集合 F1,1
L (Rn)

问题模型 2.3
考虑无约束凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：f ∈ F1,1

L (Rn)，或 f ∈ F1,1
L,µ(Rn)，或

f ∈ W1,1
L,µ(Rn)，或 f ∈ S1,1L,µ(Rn)。分别是凸函数集合、强凸函数

集合、弱强凸函数集合和二阶增长类函数集合；

▶ 局部信息 O：FO 子程序（或 PO 子程序）；
▶ 解的精度 Tϵ：求全局极小值的近似解 x̄ ∈ Rn，使得

f(x̄)− f∗ ≤ ϵ 或 ∥x̄− x∗∥ ≤ ϵ。



.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

梯度法求解问题集合 F1,1
L (Rn)

定理 2.3
若 f ∈ F1,1

L (Rn)，令步长 hk ≡ h = 2
L，则梯度法求解问题模型 2.3 的

收敛速率为：

f(xk)− f∗ ≤ 2L∥x0 − x∗∥2

k + 4
. (36)

记 D0 = ∥x0 − x∗∥，则复杂度上界为

O
(LD0

ϵ

)
. (37)

这意味着，梯度法求解 F1,1
L (Rn) 时，表现为全局次线性收敛，复杂度

上界为 O
(
1
ϵ

)
。
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梯度法求解问题集合 F1,1
L,µ(Rn)

定理 2.4
若 f ∈ F1,1

L,µ(Rn)，令步长 hk ≡ h = 1
L，则梯度法求解问题模型 2.3 的

收敛速率为：

f(xk)− f∗ ≤ L

2

(Q− 1

Q+ 1

)2k
∥x0 − x∗∥2, (38)

∥xk − x∗∥2 ≤
(Q− 1

Q+ 1

)2k
∥x0 − x∗∥2. (39)

其中 Q = L
µ。复杂度上界为

log
(

LD2
0

ϵ

)
log
(

Q−1
Q+1

)2 . (40)

这意味着，梯度法求解 W1,1
L,µ(Rn) 时，表现为全局线性收敛，复杂度上

界为 O
(

ln 1
ϵ

)
。
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梯度法求解问题集合 W1,1
L,µ(Rn)

定理 2.5
若 f ∈ W1,1

L,µ(Rn)，令步长 hk ≡ h = 1
L，则梯度法求解问题模型 2.3

的收敛速率为：

f(xk)− f∗ ≤ L

2

(Q− 1

Q+ 1

)k−1

∥x0 − x̄k∥2, (41)

∥xk − x̄k∥2 ≤
(Q− 1

Q+ 1

)k
∥x0 − x̄k∥2. (42)

其中x̄k = argmink′∈{1,...,k} f(xk′)。目标函数值对应的复杂度上界为

log
(

LD2
0

ϵ

)
log
(

Q−1
Q+1

) . (43)

这意味着，梯度法求解 W1,1
L,µ(Rn) 时，表现为全局线性收敛，复杂度上

界为 O
(

ln 1
ϵ

)
。
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梯度法求解问题集合 S1,1
L,µ(Rn)

定理 2.6
若 f ∈ S1,1L,µ(Rn)，令步长 hk ≡ h = 1

L，则梯度法求解问题模型 2.3 的
收敛速率为全局线性收敛：

f(xk)− f∗ ≤ L

2

( Q

Q+ 1

)k−1

∥x0 − x̄k∥2, (44)

∥xk − x̄k∥2 ≤
( Q

Q+ 1

)k
∥x0 − x̄k∥2. (45)

目标函数值对应的复杂度上界为

log
(

LD2
0

ϵ

)
log
(

Q
Q+1

) . (46)

这意味着，梯度法求解 W1,1
L,µ(Rn) 时，表现为全局线性收敛，复杂度上

界为 O
(

ln 1
ϵ

)
。
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梯度法求解无约束凸优化问题的复杂度上界

对比定理 2.4、定理 2.5 和定理 2.6，可以发现，使用梯度法求解问题
集合 F1,1,

L,µ (Rn)，W1,1,
L,µ (Rn)，S1,1,L,µ (Rn) 的复杂度上界依次递减。

随着目标函数 f 凸性的增强，梯度法的收敛速度虽然都是全局线性收
敛，但是复杂度上界反而提升了。因此，我们应当充分利用这种增强
了的凸性以设计更好的方法来降低复杂度上界。牛顿法就是一种典型
的改进。
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牛顿法

在牛顿法中，新的迭代点通过如下方式得到：

xk+1 ← xk − [∇2f(xk)]
−1∇f(xk). (47)

问题模型 2.4
考虑无约束非凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：

1. 目标函数 f ∈ C2,2
L (Rn)，约束集合 X ≡ Rn，且 f(x) 不一

定是凸函数；
2. f(x) 存在局部极小值点 x∗，且 ∇2f(x∗) 正定；
3. ∃m > 0

[
mIn ⪯ ∇2f(x∗)

]
；

4. 初始点 x0 距离 x∗ 足够近；

▶ 局部信息 O：2ndO 子程序，对于任意给定的 x0 返回 f(x0)、
∇f(x0) 和 ∇2f(x0)；

▶ 解的精度 Tϵ：求局部极小值的近似解 x̄ ∈ Rn，使得 ∥x̄−x∗∥ ≤ ϵ。
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牛顿法求解问题集合 C2,2
L (Rn)

定理 2.7
假设牛顿法的初始点 x0 距离极小值点 x∗ 足够近，满足

∥x0 − x∗∥ < r̄ =
3m

L
, (48)

则对任意的 k 满足

∥xk − x∗∥ ≤ r̄. (49)

牛顿法求解问题模型 2.4 的收敛速率为：

∥xk+1 − x∗∥ ≤ L∥xk − x∗∥2

2(m− L∥xk − x∗∥)
. (50)

复杂度上界为 c ln ln γ
ϵ，其中 c 和 γ 为常数。

这意味着，牛顿法求解 C2,2
L (Rn) 时，表现为局部二阶收敛，复杂度上

界为 O
(

ln ln 1
ϵ

)
。
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总结

以上我们讨论了梯度法在求解

1. 无约束非凸优化问题集合 C1,1
L (Rn) 和 C2,2

L (Rn)

2. 无约束凸优化问题集合 F1,1
L (Rn)、强凸优化问题集合 F1,1

L,µ(Rn)、
弱强凸优化问题集合 W1,1

L,µ(Rn) 和具有二阶增长性质的凸优化问
题集合 S1,1L,µ(Rn)

时的收敛速度和复杂度上界。此外，我们还给出了牛顿
法在求解无约束非凸优化问题集合 C2,2

L (Rn)的收敛速度和复杂度上界。

接下来，我们给出无约束光滑凸优化问题和无约束光滑强凸优化问题
的复杂度下界。
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无约束光滑凸优化问题的复杂度下界

定理 2.8
对任意 x0 ∈ Rn 和 1 ≤ k ≤ 1

2 (n− 1)，存在 f ∈ C∞,1
L (Rn)，使得对任

意的 xk ∈ x0 + span{∇f(x0), ...,∇f(xk−1)}（即一阶算法，只利用梯
度信息的算法）都有

f(xk)− f∗ ≥ 3L∥x0 − x∗∥2

32(k + 1)2
. (51)

令 D0 = ∥x0 − x∗∥，令上式右端等于 ϵ，可以得到一阶算法求解光滑凸
优化问题的复杂度下界为

O
(√

L

ϵ
D0

)
. (52)

定理 2.3 告诉我们，梯度法求解非光滑凸优化问题的复杂度上界为
O(LD0

ϵ )，相比之下可以发现梯度法并非最优算法。求解某一类问题集
合的最优算法应当让其复杂度上界和下界尽可能接近。
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无约束光滑强凸优化问题的复杂度下界

定理 2.9
对任意 x0 ∈ R∞, µ, L > 0 和 Q = L

µ > 1，存在 f ∈ C∞,1
L,µ (R∞)，使得

对任意 xk ∈ x0 + span{∇f(x0), ...,∇f(xk−1)} 都有

f(xk)− f∗ ≥ µ

2

(√
Q− 1√
Q+ 1

)2k

∥x0 − x∗∥2. (53)

令上式右端等于 ϵ，可以得到一阶算法求解光滑强凸优化问题的复杂度
下界为

O
(√

L

µ
max

(
log µD0

ϵ
, 1
))

. (54)
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Nesterov 加速梯度算法框架

定理 2.8 告诉我们，函数集合 C∞,1
L (Rn) 相对于解算法集合

xk ∈ x0 + span{∇f(x0), ...,∇f(xk−1)} 的复杂度下界为 O(1/
√
ϵ)，复

杂度上界为 O(1/ϵ)。这意味着梯度法相对于该解算法集合而言并不是
最优的。接下来我们介绍 Nesterov 加速梯度法。

Algorithm 2: Nesterov 加速梯度算法框架

1 Input: 令 x0 = y0，选取序列 {γk} 和 {βk} 满足 Lγk ≤ βk，且 γ1 = 1
2 for k = 1, 2, ..., N do
3 zk ← (1− γk)yk−1 + γkxk−1

4 xk ← argminx∈X{⟨∇f(zk), x⟩+
βk
2
∥x− xk−1∥22}

5 yk ← (1− γk)yk−1 + γkxk

6 end for
Output: yN

该算法中，收敛点列为 {yk}。若 X ≡ Rn，则第二步等价于
xk = xk−1 − 1

βk
∇f(zk)（直接代入求出最优的 x）。
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Nesterov 加速梯度算法框架

该算法中，收敛点列为 {yk}。若 X ≡ Rn，则第二步等价于
xk = xk−1 − 1

βk
∇f(zk)（直接代入求出最优的 x）。此时，xk、yk 和 zk

的迭代关系如下图所示：

xk�1

<latexit sha1_base64="77oqcDr1DQS0aGUwpGfqmOLOxE8=">AAAB7nicbVBNS8NAEJ34WetX1aOXxSJ4sSRS0WPRi8cK9gPaUDbbSbt0swm7G7GE/ggvHhTx6u/x5r9x2+agrQ8GHu/NMDMvSATXxnW/nZXVtfWNzcJWcXtnd2+/dHDY1HGqGDZYLGLVDqhGwSU2DDcC24lCGgUCW8Hoduq3HlFpHssHM07Qj+hA8pAzaqzUeuplo3Nv0iuV3Yo7A1kmXk7KkKPeK311+zFLI5SGCap1x3MT42dUGc4ETordVGNC2YgOsGOppBFqP5udOyGnVumTMFa2pCEz9fdERiOtx1FgOyNqhnrRm4r/eZ3UhNd+xmWSGpRsvihMBTExmf5O+lwhM2JsCWWK21sJG1JFmbEJFW0I3uLLy6R5UfGqlcv7arl2k8dRgGM4gTPw4ApqcAd1aACDETzDK7w5ifPivDsf89YVJ585gj9wPn8AB3WPYA==</latexit>

yk�1

<latexit sha1_base64="fq9E62SDffJr2INpcIK06S/AmlU=">AAAB7nicbVBNS8NAEJ3Ur1q/qh69LBbBiyWRih6LXjxWsB/QhrLZbtolm92wuxFC6I/w4kERr/4eb/4bt20O2vpg4PHeDDPzgoQzbVz32ymtrW9sbpW3Kzu7e/sH1cOjjpapIrRNJJeqF2BNORO0bZjhtJcoiuOA024Q3c387hNVmknxaLKE+jEeCxYygo2Vutkwjy686bBac+vuHGiVeAWpQYHWsPo1GEmSxlQYwrHWfc9NjJ9jZRjhdFoZpJommER4TPuWChxT7efzc6fozCojFEplSxg0V39P5DjWOosD2xljM9HL3kz8z+unJrzxcyaS1FBBFovClCMj0ex3NGKKEsMzSzBRzN6KyAQrTIxNqGJD8JZfXiWdy7rXqF89NGrN2yKOMpzAKZyDB9fQhHtoQRsIRPAMr/DmJM6L8+58LFpLTjFzDH/gfP4ACP+PYQ==</latexit>

zk

<latexit sha1_base64="ob/GXEVzw+t0kwHfLWmxpPVpH/Q=">AAAB7HicbVBNS8NAEJ3Ur1q/qh69LBbBU0mkoseiF48VTFtoQ9lsp+3SzSbsboQa+hu8eFDEqz/Im//GbZuDtj4YeLw3w8y8MBFcG9f9dgpr6xubW8Xt0s7u3v5B+fCoqeNUMfRZLGLVDqlGwSX6hhuB7UQhjUKBrXB8O/Nbj6g0j+WDmSQYRHQo+YAzaqzkP/Wy8bRXrrhVdw6ySrycVCBHo1f+6vZjlkYoDRNU647nJibIqDKcCZyWuqnGhLIxHWLHUkkj1EE2P3ZKzqzSJ4NY2ZKGzNXfExmNtJ5Eoe2MqBnpZW8m/ud1UjO4DjIuk9SgZItFg1QQE5PZ56TPFTIjJpZQpri9lbARVZQZm0/JhuAtv7xKmhdVr1a9vK9V6jd5HEU4gVM4Bw+uoA530AAfGHB4hld4c6Tz4rw7H4vWgpPPHMMfOJ8/Lh+O8A==</latexit>

yk

<latexit sha1_base64="0kjGj1i1SRcm3nZwqYr/Zs/2+Jc=">AAAB7HicbVBNS8NAEJ3Ur1q/qh69LBbBU0lE0WPRi8cK9gPaUDbbSbt0swm7GyGE/gYvHhTx6g/y5r9x2+agrQ8GHu/NMDMvSATXxnW/ndLa+sbmVnm7srO7t39QPTxq6zhVDFssFrHqBlSj4BJbhhuB3UQhjQKBnWByN/M7T6g0j+WjyRL0IzqSPOSMGiu1skE+mQ6qNbfuzkFWiVeQGhRoDqpf/WHM0gilYYJq3fPcxPg5VYYzgdNKP9WYUDahI+xZKmmE2s/nx07JmVWGJIyVLWnIXP09kdNI6ywKbGdEzVgvezPxP6+XmvDGz7lMUoOSLRaFqSAmJrPPyZArZEZkllCmuL2VsDFVlBmbT8WG4C2/vEraF3Xvsn71cFlr3BZxlOEETuEcPLiGBtxDE1rAgMMzvMKbI50X5935WLSWnGLmGP7A+fwBLJeO7w==</latexit>

xk

<latexit sha1_base64="NLuVJQB23kz7gCokBs1EJSNhQl0=">AAAB7HicbVBNS8NAEJ3Ur1q/qh69LBbBU0mkoseiF48VTFtoQ9lsp+3SzSbsbsQS+hu8eFDEqz/Im//GbZuDtj4YeLw3w8y8MBFcG9f9dgpr6xubW8Xt0s7u3v5B+fCoqeNUMfRZLGLVDqlGwSX6hhuB7UQhjUKBrXB8O/Nbj6g0j+WDmSQYRHQo+YAzaqzkP/Wy8bRXrrhVdw6ySrycVCBHo1f+6vZjlkYoDRNU647nJibIqDKcCZyWuqnGhLIxHWLHUkkj1EE2P3ZKzqzSJ4NY2ZKGzNXfExmNtJ5Eoe2MqBnpZW8m/ud1UjO4DjIuk9SgZItFg1QQE5PZ56TPFTIjJpZQpri9lbARVZQZm0/JhuAtv7xKmhdVr1a9vK9V6jd5HEU4gVM4Bw+uoA530AAfGHB4hld4c6Tz4rw7H4vWgpPPHMMfOJ8/Kw+O7g==</latexit>

� 1

�k
rf(zk)

<latexit sha1_base64="q3poa9RHu07SpWZG4UgACpOtnd8=">AAACC3icbVDLSsNAFJ3UV62vqks3Q4tQF5ZEKrosunFZwT6gKeFmOmmHTiZhZiLUkL0bf8WNC0Xc+gPu/Bunj4W2HrhwOOde7r3HjzlT2ra/rdzK6tr6Rn6zsLW9s7tX3D9oqSiRhDZJxCPZ8UFRzgRtaqY57cSSQuhz2vZH1xO/fU+lYpG40+OY9kIYCBYwAtpIXrF06gYSSOpkqetTDd4ow64AnwMOKg9eOspOvGLZrtpT4GXizEkZzdHwil9uPyJJSIUmHJTqOnaseylIzQinWcFNFI2BjGBAu4YKCKnqpdNfMnxslD4OImlKaDxVf0+kECo1Dn3TGYIeqkVvIv7ndRMdXPZSJuJEU0Fmi4KEYx3hSTC4zyQlmo8NASKZuRWTIZhstImvYEJwFl9eJq2zqlOrnt/WyvWreRx5dIRKqIIcdIHq6AY1UBMR9Iie0St6s56sF+vd+pi15qz5zCH6A+vzB1dYmpw=</latexit>

注意到，这两个三角形是相似的，且相似比为 γk。
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Nesterov 加速梯度算法的分析方法

选取不同的参数 γk 和 βk，可以得到不同的收敛速度。接下来，我们
通过构造序列 {Γk} 来分析收敛性。

引理 2.1
令 γt ∈ (0, 1], t = 1, 2, ...，构造序列

Γt =

{
1 t = 1
(1− γt)Γt−1 t ≥ 2.

(55)

若序列 {∆t}t≥0 满足

∆t ≤ (1− γt)∆t−1 +Bt, t = 1, 2, ..., (56)

则 ∀k 有

∆k ≤ Γk(1− γ1)∆0 + Γk

k∑
t=1

Bt

Γt
. (57)
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Nesterov 加速梯度算法的分析方法
一般来说，我们会令 ∆k = f(xk)− f(x∗) 或 ∆k = ∥xk − x∗∥22，由此，
(56)变为

f(xk)− f(x∗) ≤ (1− γk)
(
f(xk−1)− f(x∗)

)
+Bk (58)

或者

∥xk − x∗∥22 ≤ (1− γk)∥xk − x∗∥22 +Bk. (59)

通常我们会构造序列 {γk} 使其满足 γ1 = 1，由此(57)变成

f(xk)− f(x∗) ≤ Γk

k∑
t=1

Bt

Γt
(60)

或

∥xk − x∗∥22 ≤ Γk

k∑
t=1

Bt

Γt
. (61)
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Nesterov 加速梯度算法的分析方法

可以发现，加速梯度法的收敛速度与 Bk 和 Γk 有关。对于 Bk 我们通
过放缩估计其上界，对于 γk 我们可以采用不同的构造方式。例如，

γk = 1
k ⇒ Γk = 1

k
γk = 1

k+1 ⇒ Γk = 2
k(k+1)

γk = 3
k+2 ⇒ Γk = 6

k(k+1)(k+2)

(62)

令

DX = sup
x,y∈X

∥x− y∥,

下面给出加速梯度算法在取不同 βk 和 γk 序列时的收敛速度。
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Nesterov 加速梯度算法求解问题集合 F1,1
L (Rn)

Nesterov 加速梯度算法在面对无约束凸优化问题集合时，具有如下收
敛性结论：

定理 2.10 *
若 f ∈ F1,1

L (Rn)，则 Nesterov 加速梯度算法求解相应的无约束凸优化
问题的收敛速度为：

▶ 取 βk = L, γk = 1
k，则 Γk = 1

k ,
βkγk

Γk
= L，我们有

f(yk)− f(x∗) ≤ L

2k
D2

X , f(yk)− f(x∗) ≤ L

2k
∥x0 − x∗∥2. (63)
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Nesterov 加速梯度算法求解问题集合 F1,1
L (Rn)

定理 2.10 *（续）
若 f ∈ F1,1

L (Rn)，则 Nesterov 加速梯度算法求解相应的无约束凸优化
问题的收敛速度为：

▶ 取 βk = 2L
k , γk = 2

k+1，则 Γk = 2
k(k+1) ,

βkγk

Γk
= 2L，我们有

f(yk)− f(x∗) ≤ 2L

k(k + 1)
D2

X , (64)

f(yk)− f(x∗) ≤ 4L

k(k + 1)
∥x0 − x∗∥2. (65)

▶ 取 βk = 3L
k+1 , γk = 3

k+2，则
Γk = 6

k(k+1)(k+2) ,
βkγk

Γk
= 3LK

2 ≥ βk−1γk−1

Γk−1
，我们有

f(yk)− f(x∗) ≤ 9L

2(k + 1)(k + 2)
D2

X . (66)
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Nesterov 加速梯度算法求解问题集合 F1,1
L (Rn)

证明.
充分利用 f 的凸性和 Nesterov 的步骤可以得到：对任意序列
{βk}, {γk}, {Γk} 满足 Lγk ≤ βk 时有

f(yk)− f(x) ≤ βkγk
2

D2
X . (67)

若还有

β)kγk
Γk

≥ βk−1γk−1

Γk−1
,∀k ≥ 2, (68)

则

f(yk)− f(x) ≤ Γk
β1γ1
2
∥x0 − x∥2. (69)

依次带入不同的序列设定即可。
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非凸函数的 Nesterov 加速梯度算法

对非凸函数问题集合直接利用 Nesterov 加速梯度算法框架不一定会有
收敛性结果。我们需要对其做一些修改，从而使得收敛性存在。

我们首先给出非凸函数问题模型：

问题模型 2.5
考虑无约束非凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：目标函数 f ∈ C1,1

L (Rn)，可能是非凸函数，约束集
合 X ≡ Rn；

▶ 局部信息 O：FO 子程序；
▶ 解的精度 Tϵ：求局部极小值点 x̄ ∈ Rn 使得 ∥∇f(x̄)∥ ≤ ϵ。
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非凸函数的 Nesterov 加速梯度算法

非凸函数的加速梯度算法的步骤如下：

Algorithm 3: 非凸函数的 Nesterov 加速梯度算法

1 Input: 令 x0 = y0, γk ∈ (0, 1]，序列 {βk}
2 for k = 1, 2, ..., N do
3 zk ← (1− γk)yk−1 + γkxk−1

4 xk ← xk−1 − 1
βk
∇f(zk)

5 yk ← zk − 1
γk
∇f(zk)

6 end for
Output: zN

该算法中，收敛点列为 {zk}。



.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

Nesterov 加速梯度算法求解问题集合 C1,1
L (Rn)

定理 2.11
取 γk = 2

k+1 , γk = 2L，则上述算法求解问题模型 2.5 时的收敛速率如
下：

▶ 若取 βk ∈
[
4k+4
2k+3L, 2L

]
，则

min
0≤k≤N

∥∇f(zk)∥2 ≤
6L(f(x0)− f∗)

N
. (70)

▶ 若问题模型 2.5 中的 f 是凸函数，取 βk = 4L
k ，则

min
0≤k≤N

∥∇f(zk)∥2 ≤
96L2∥x0 − x∗∥2

N(N + 1)(N + 2)
. (71)

可以发现，在凸函数情况下，该算法的收敛速度为 O( 1
N3/2 )，而梯度法

的收敛速度为 O( 1
N1/2 )。然而，当 f 是非凸函数时，该算法和梯度法

的收敛速度相同（没有起到加速效果，但至少保证了收敛性的存在）。
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第三部分
非光滑优化问题的复杂度分析
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纲要

1. 面向非光滑有约束问题
1.1 次梯度法
1.2 镜像次梯度法（前者在非欧空间下的推广）

2. 面向约束有界凸问题
2.1 重心法
2.2 椭球法（改进了前者的计算可行性）

3. 面向复合优化问题
3.1 凸复合优化问题：近似点梯度法、改进的近似点梯度法（固
定步长和变步长）

3.2 非凸复合优化问题：基于 Nesterov 加速算法框架的加速近似
点梯度法
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投影次梯度法

对于非光滑有约束问题

f∗ = min
x∈X

f(x), (72)

梯度法不可以直接使用。相应地，我们有投影次梯度法。其步骤如下：

Algorithm 4: 投影次梯度法
1 Input: x0 ∈ Rn

2 for k = 0, 1, 2, ... do
3 执行迭代：

xk+1 ← argmin
x∈X

∥∥x− (
xk − γkg(xk)

)∥∥
2
, (73)

其中 γk > 0 是步长，g(xk) ∈ ∂f(xk)。
4 end for

两个改变：（i）将梯度替换为次梯度；（ii）使用投影将解映射到约束集
合。
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投影次梯度法

经过变形，(73)可以改写为

xk+1 = argmin
x∈X

γk⟨g(xk), x⟩+
1

2
∥x− xk∥22 (74)

= argmin
x∈X

f(xk) + ⟨g(xk), x− xk⟩︸ ︷︷ ︸
f(x)在X上的线性近似

+
1

2γk
∥x− xk∥22︸ ︷︷ ︸

和上一个迭代点不要太远

. (75)

引理 3.1
投影次梯度法确定的 xk+1 对任意的 x ∈ X 有

γk⟨g(xk), xk+1 − x⟩+ 1

2
∥xk+1 − xk∥2 ≤

1

2
∥x− xk∥22 +

1

2
∥x− xk+1∥22.

证明.
记 ϕ(x) = γk⟨g(xk), x⟩+ 1

2∥xk+1 − xk∥22，该结论可由 ϕ(x) 的强凸性
得到。
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投影次梯度法的收敛速度

投影次梯度法适用的问题模型如下：

问题模型 3.1
考虑约束凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：X ⊂ Rn 闭且凸，f : X → Rn 连续且凸，其次梯度
满足 ∥g(x)∥ ≤M 对任意 x ∈ X 成立；

▶ 局部信息 O：FO 或 PO 等子程序；
▶ 解的精度 Tϵ：求全局极小值点 x̄ ∈ X，使得 f(x̄)− f∗ ≤ ϵ。



.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

投影次梯度法的收敛速度

定理 3.1
对于投影次梯度法确定的 xk, k = 1, ..., N，定义

x̄N
s :=

γsxs + ...+ γnxN

γs + ...γN
=

( N∑
k=s

γk

)−1 N∑
k=s

(γkxk), (76)

则投影次梯度法求解问题模型 3.1 的收敛速度为

f(x̄N
s )− f∗ ≤

(
2

N∑
k=s

γk

)−1[
∥xs − x∗∥22 +M2

N∑
k=s

γ2
k

]
. (77)

证明.
根据引理 3.1 可以得到
γk[f(xk)− f(x)] ≤ M2

2 γ2
k + 1

2∥x− xk∥22 − 1
2∥x− xk+1∥22。将此式对 k

求和即可。
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投影次梯度法的收敛速度

推论 3.1 *
对于投影次梯度法求解问题模型 3.1，选取不同的步长策略，则有如下
收敛性结果：

▶ 固定步长策略：令 DX = maxx1,x2∈X ∥x1 − x2∥，取固定步长

γk =

√
D2

X

NM2
, k = 1, ..., N, (78)

则

f(x̄N
1 )− f∗ ≤ MDX

2
√
N

, ∀N ≥ 1. (79)



.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

投影次梯度法的收敛速度

推论 3.1*（续）
对于投影次梯度法求解问题模型 3.1，选取不同的步长策略，则有如下
收敛性结果：

▶ 变步长策略：取变步长

γk =

√
D2

X

kM2
, k = 1, 2, ..., (80)

则

f(x̄N
⌈k/2⌉)− f∗ ≤ O(1)MDX√

k
. (81)

证明.
代入定理 3.1 即可。
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镜像梯度法

投影次梯度法是在欧几里得结构下进行的。我们将其扩展到非欧结构
下，就得到了镜像梯度法。

我们将范数 ∥x∥ 的对偶范数 ∥z∥∗ 定义为：

∥z∥∗ := sup
∥z∥≤1

⟨z, x⟩. (82)

定义相对于范数 ∥ · ∥ 和参数 µ 的距离生成函数 ω : X → R，ω(·) 满足
连续可微且强凸，即

⟨∇ω(x)−∇ω(y), x− y⟩ ≥ µ∥x− y∥2, ∀x, y ∈ X. (83)

我们进一步定义 Bregman 距离函数 V (x, y)：

V (x, y) := ω(y)−
(
ω(x) + ⟨∇ω(x), y − x⟩

)
. (84)

注意，V (x, ·) 是强凸函数。
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镜像梯度法

我们将投影次梯度法中的迭代公式(74)中的范数距离改为 Bregman 距
离，便得到了镜像（次）梯度法：

Algorithm 5: 镜像（次）梯度法
1 Input: x0 ∈ Rn

2 for k = 0, 1, 2, ... do
3 执行迭代：

xk+1 ← argmin
x∈X

γk⟨g(xk), x⟩+ V (xk, x), (85)

其中 γk > 0 是步长，g(xk) ∈ ∂f(xk)。
4 end for

当取 ω(x) = ∥x∥22/2 时，V (x, y) = ∥y − x∥22/2，此式镜像梯度法退化
为投影次梯度法。
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镜像梯度法的收敛速度

引理 3.2
对于镜像梯度法确定的 xk+1，对任意的 x ∈ X，我们有

γk⟨g(xk), xk+1 − x⟩+ V (xk, xk+1) ≤ V (xk, x)− V (xk+1, x). (86)

定理 3.2
对于镜像梯度法确定的 xk, k = 1, ..., N，定义

x̄N
s :=

γsxs + ...+ γnxN

γs + ...γN
=

( N∑
k=s

γk

)−1 N∑
k=s

(γkxk), (87)

则镜像梯度法求解问题模型 3.1 的收敛速度为

f(x̄N
s )− f∗ ≤

( N∑
k=s

γk

)−1[
V (xs, x

∗) +
M2

2µ

N∑
k=s

γ2
k

]
. (88)
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镜像梯度法的收敛速度

同样地，镜像梯度法也有类似的收敛速度：

推论 3.2 *
对于镜像梯度法 3.2，令 D2

ω,X = maxx1,x2∈X V (x1, x2)，取变步长

γk =

√
2µD2

ω,X

kM2
, k = 1, 2, ... (89)

则镜像梯度法求解问题模型 3.1 的收敛速度为

f(x̄N
s )− f∗ ≤

√
2MDω,X√

µk
, ∀k ≥ 1. (90)

证明.
代入定理 3.2 即可。
注意，镜像梯度法时投影次梯度法在非欧几里得结构下的推广。因此，
二者具有相似的收敛速度。
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重心法

重心法适用的问题模型如下：

问题模型 3.2
考虑约束有界凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：目标函数 f(x) ∈ C(X) 且是凸函数，存在常数

B > 0 使得对任意的 x ∈ X 有 −B ≤ f(x) ≤ B（有界）；约束集
合 X ⊂ Rn 闭且凸；

▶ 局部信息 O：FO 子程序；
▶ 解的精度 Tϵ：求全局极小值点 x̄ ∈ X，使得 f(x̄)− f∗ ≤ ϵ。
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重心法

对于问题模型 3.2，我们有重心法：

Algorithm 6: 重心法
1 令 S1 = X for k = 1, 2, ..., N do
2 计算集合 Sk 的重心：

ck =
1

vol(Sk)

∫
x∈Sk

xdx, (91)

其中 vol(S) 表示 S 的体积。
3 在 ck 处调用 FO 子程序得 wk ∈ ∂f(ck)，更新集合 Sk+1：

Sk+1 = Sk ∩ {x ∈ Rn : ⟨x− ck, wk⟩ ≤ 0}. (92)

4 end for
Output: xN ∈ argmin1≤r≤N f(cr)
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重心法的收敛速度

引理 3.3
设 S 是重心在原点的凸集合，即

∫
x∈S xdx = 0，vol(S) 表示 S 的体

积，则对任意的 w ∈ Rn，w ̸= 0 有

vol
(
S ∩ {x⊤w ≥ 0}

)
≥ 1

exp(1)vol(S). (93)

定理 3.3
重心法在求解问题模型 3.2 时的收敛速率为

f(xN )− f∗ ≤ 2B
(
1− 1

e

)N
n

, (94)

复杂度上界为

O
(
n log 2B

ϵ

)
. (95)
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椭球与椭球法

重心法每一轮迭代都需要通过积分运算计算一次集合 Sk 的体积，复杂
度过高。椭球法借鉴了重心法的思想，改进了其计算的可行性。后面
我们可以看到，椭球法的分析复杂度虽然更高，但是更容易执行。

定义 5.1
（椭球）椭球是具有如下形式的凸集合：

E := {x ∈ Rn : (x− c)⊤H−1(x− c) ≤ 1}, (96)

其中 c ∈ Rn，H 是一个对称正定矩阵。
几何上，c 是椭球的重心，H 的特征向量是椭球的半轴，半轴的长度是
对应特征值的正平方根。
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椭球法适用的问题模型

椭球法适用的问题模型如下：

问题模型 3.3
考虑约束有界凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：目标函数 f(x) ∈ C(X) 且是凸函数，存在常数

B > 0 使得对任意的 x ∈ X 均有 −B ≤ f(x) ≤ B（有界）；约束
集合 X ⊂ Rn 闭且凸，且 B(r) ⊂ X ⊂ B(R)；

▶ 局部信息 O：FO 子程序和 SO 子程序，后者返回分割平面垂直
向量 w 使得

w⊤(x− c0) ≤ 0,∀x ∈ X.

▶ 解的精度 Tϵ：求全局极小值点 x̄，使得 f(x̄)− f∗ ≤ ϵ。
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椭球法

引理 3.4
令 E0 = {x ∈ Rn : (x− c0)

⊤H−1
0 (x− c0) ≤ 1}，对任意的 w ∈ Rn，

w ̸= 0，可以构造新椭球 E 使得

{x ∈ E0 : w⊤(x− c0) ≤ 0} ⊂ E , (97)

且原椭球 E0 和新椭球 E 之间体积有如下关系：

vol(E) ≤ exp
(
− 1

2n

)
vol(E0). (98)

当 n ≥ 2 时，新椭球 {x ∈ Rn : (x− c)⊤H−1(x− c) ≤ 1} 满足

c = c0 −
1

n+ 1

H0w√
w⊤H0w

, (99)

H =
n2

n2 − 1

(
H0 −

2

n+ 1

H0ww
⊤H0

w⊤H0w

)
. (100)
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椭球法
我们基于上述引理得到椭球法的步骤如下：

Algorithm 7: 椭球法
1 Input: 令 X0 是包含 X 且半径为 R、重心为 c 的球，令 H0 = R2In
2 for k = 1, 2, ..., N do
3 if ck /∈ X then
4 调用子程序返回向量 wk ∈ Rn：过 ck 且垂直于 wk 的平面将椭球

Ek 分割，使得 X ⊂ {x ∈ Rn : (x− ck)
⊤wk ≤ 0}

5 else
6 调用子程序返回向量 wk ∈ ∂f(ck)

7 构造新的椭球 Ek+1 = {x : (x− ck+1)
⊤H−1

k+1(x− ck+1) ≤ 1} 使得

{x ∈ Ek : (x− ck)
⊤ ≤ 0} ⊂ Ek+1, (101)

其中 ck+1, Hk+1 分别根据(99)和(100)迭代。
8 end for

Output: 若 {c1, ..., cN} ∩X ̸= ∅，则输出

xN ∈ argmin
c∈{c1,...,cN}∩X

f(c).
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椭球法

椭球法的迭代过程如下图所示：
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椭球法的收敛速度

定理 3.4
椭球法在求解问题模型 3.3 时的收敛速度为

f(xN )− f∗ ≤ 2BR

r
exp

(
− N

2n2

)
. (102)

复杂度上界为

O
(
n2 log BR

rϵ

)
. (103)

对比定理 3.3 和定理 3.4 可以发现：
▶ 椭球法的分析复杂度略差于重心法；
▶ 椭球法比重心法更容易计算和执行。
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复合优化问题

考虑复合优化问题

min
x∈Rn

Φ(x) := ϕ(x) + h(x)

=
[

f(x)︸︷︷︸
∈C1,1

Lf
(Rn) 且非凸

+ g(x)︸︷︷︸
∈C1,1

Lg
(Rn) 且凸

]
+ h(x)︸︷︷︸
定义域有界的简单凸函数，可能非光滑（正则化项）

. (104)

显然有 ϕ(x) ∈ C1,1
Lϕ
，且 Lϕ = Lf + Lg。接下来，我们将介绍面向复合

优化问题的 Nesterov 加速算法。具体地，

1. 当 f(x) ≡ 0 时，Φ(x) 是凸函数，我们有近似点梯度法和对应的
两个加速算法（固定步长和变步长）；

2. 当 f(x) ̸= 0 时，Φ(x) 非凸，我们也给出了基于 Nesterov 加速算
法框架的加速近似点梯度法。
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凸复合优化问题与近似点梯度法

当 f(x) = 0 时，(104)是一个凸优化问题。我们将函数 h(x) 的近似点
算子 proxh(·) 定义如下：

proxh(x) := argmin
u

(
h(u) +

1

2
∥u− x∥22

)
. (105)

当 h(x) 是闭凸函数时，proxh(x) 存在且唯一。

对于凸复合优化问题，我们有近似点梯度法：

Algorithm 8: 近似点梯度法（面向凸复合优化问题）
1 Input: x0 ∈ Rn，步长序列 {tk}
2 for k = 1, 2, ... do
3 执行迭代

xk = proxtkh

(
xk−1 − tk∇g(xk−1)

)
. (106)

4 end for
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近似点梯度法的收敛速度

对于复合函数 Φ(·)，当选取不同的 h(·) 时：
▶ 当 h(x) = 0 时，proxh(x) = x，此时近似点梯度法退化为梯度法。

▶ 当 h(x) = IC(x)（凸紧集合 C 的示性函数）时，
proxh(x) = argminu∈C ∥u− x∥2，此时退化为投影梯度法。

▶ 当 h(x) = ∥x∥1 时，proxh(x) 被称为软阈算子（soft-threshold
operator），此时近似点梯度法可以拿来求解机器学习中带 l1 正则
的目标优化函数。

定理 3.5
近似点梯度法求解凸复合优化问题时，若取固定步长 tk = 1

Lg
，则

Φ(xk)− Φ(x∗) ≤ Lg

2k
∥x0 − x∗∥2. (107)

算法复杂度为 O( 1ϵ )。
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加速近似点梯度法 FISTA（固定步长）

Algorithm 9: FISTA（近似点梯度法的一个加速版本）

1 Input: x0 ∈ Rn，步长序列 {tk}
2 for k = 1, 2, ... do
3 执行迭代

y = xk−1 +
k − 2

k + 1
(xk−1 − xk−2), (108)

xk = proxtkh

(
y − tk∇g(y)

)
. (109)

4 end for

定理 3.6
FISTA 求解凸复合优化问题时，若取固定步长 tk = 1

Lg
，则

Φ(xk)− Φ(x∗) ≤ 2Lg

(k + 1)2
∥x0 − x∗∥2. (110)

算法复杂度为 O(
√

1
ϵ )。
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变步长加速近似点梯度法

近似点梯度法的另一种加速方式如下，它和 FISTA 的收敛速度一致。

Algorithm 10: 变步长加速近似点梯度法
1 Input: x0 ∈ Rn，步长序列 {γk} 和 {βk} 满足 γk ≤ Lgβk, γ1 = 1
2 for k = 1, 2, ... do
3 执行迭代

zk = (1− γk)yk−1 + γkxk−1, (111)

xk = prox(βk/γk)h

(
xk−1 −

βk

γk
∇g(zk)

)
, (112)

yk = (1− γk)yk−1 + γkxk. (113)

4 end for

定理 3.7
变步长加速近似点梯度法求解凸复合优化问题时，若取 γk = 2

k+1，

βk = 1
Lg
，则 (110)成立且法复杂度为 O(

√
1
ϵ )。
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非凸复合优化问题

当 f(x) ̸= 0 时，(104)是一个非凸优化问题。此时，我们选取梯度映射
作为停止准则。其定义为

Gα(x, y) :=
1

α

[
x− proxαh(x− αy)

]
. (114)

根据(106)，有

xk − xk−1 = proxtkh

(
xk−1 − tk∇g(xk−1)

)
− xk−1 (115)

= −tkGtk

(
xk−1,∇g(xk−1)

)
. (116)

即，Gtk

(
xk−1,∇g(xk−1)

)
是近似点迭代步的负方向。此外，根据定

义(105)可得

Gα(x,∇ϕ(x)) ∈ ∇ϕ(x) + ∂h
(
x− αGα(x,∇ϕ(x))

)
. (117)

这意味着Gα(x,∇ϕ(x)) = 0 iff x 是 ϕ(x) + h(x) 的局部极小值点。
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非凸复合函数的加速梯度法框架

将在第二部分介绍的、面向非凸函数的 Nesterov 加速算法（算法3）稍
作修改，就得到了面向非凸复合函数的加速近似点梯度法：

Algorithm 11: 非凸复合函数的加速近似点梯度法
1 Input: x0 = y0 ∈ Rn，步长序列 {γk} 满足 γ1 = 1, γk ∈ (0, 1), ∀k ≥ 2
2 for k = 1, 2, ... do
3 执行迭代

zk = (1− γk)yk−1 + γkxk−1, (118)
xk = proxγkh

(
xk−1 − γk∇ϕ(zk)

)
, (119)

yk = proxβkh

(
zk − βk∇ϕ(zk)

)
. (120)

4 end for
Output: zN

我们利用 ∥Gβk
(zk,∇ϕ(zk))∥ = 1

βk
(zk − yk) 作为该算法的停止准则，

这实际上是解序列 {zk} 和 {yk} 之间的距离。
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非凸复合函数的加速梯度法框架的收敛速率

定理 3.8
假设对任意的 α ∈ (0,+∞) 以及任意的 x, y ∈ Rn 存在常数 M > 0 使
得 ∥proxαh(x− αy)∥ ≤M，则使用算法11求解复合优化问题时，若取
γk = 2

k+1 , βk = 1
2Lϕ

, γk = kβk

2 ，则对任意的 N ≥ 1 有

min
k=1,...,N

∥Gβk
(zk,∇ϕ(zk))∥2 ≤ 24Lϕ

[
4Lϕ∥x0 − x∗∥2

N2(N + 1)

+
Lf

N
(∥x∗∥2 + 2M2)

]
. (121)

当 f(x) = 0 时，有

Φ(yN )− Φ(x∗) ≤
4Lg∥x0 − x∗∥2

N(N + 1)
. (122)

当 f(x) = 0时，算法11的复杂度和 FISTA相同，二者均为 O(L2
g/
√
ϵ)；

否则算法11仍然收敛，但复杂度为 O(L2/3
ϕ /ϵ1/3 + LϕLf/ϵ)。
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i

第四部分
条件梯度算法的复杂度分析
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纲要

本部分将介绍面向线性约束集合的条件梯度法及其各种改进。条件梯
度法的子程序为 LO 和 FO。

1. 面向凸函数的条件梯度法（CndG）

2. 面向强凸函数的条件梯度法（Shrinking CndG，S-CndG）

3. 加速框架下的条件梯度法（PA-CndG）

4. 光滑优化问题的 LO 复杂度下界

5. 条件梯度法滑动法（CGS）：对 LO 和 FO 的调用次数同时达到
最优
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带线性约束的优化问题

考虑带线性约束的优化问题

min
x∈X

f(x),

其中 X 是一个线性约束集合。对此，我们可以采用投影梯度法来迭代：

xk+1 = argmin
x∈X

{
f(xk) + ⟨∇f(xk), x− xk⟩+

1

2αk
∥y − xk∥2

}
. (123)

或者可以写为

xk+1 = PX(xk − αk∇f(xk)). (124)

X 作为一个多面体，子迭代(123)是一个二次规划问题。求解二次规划
问题的计算量是很大的，我们可以去掉二次项，只做一次逼近，这
样(123)就会变成一个线性规划问题：

xk+1 = argmin
x∈X

{
f(xk) + ⟨∇f(xk), x− xk⟩

}
. (125)
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条件梯度法

(125)等价于

xk+1 = argmin
x∈X

⟨∇f(xk), x⟩. (126)

我们定义一个关于线性约束集合 X 的子程序 LO，它对任意给定向量
p ∈ Rn 返回线性规划的解 y，满足

y ∈ argmin
x∈X

⟨p, x⟩. (127)

LO 本身的计算复杂度是容易确定的（例如，单纯形法、内点法等，
我们有现成的结论可以使用），因此我们可以专注于研究条件梯度法关
于子程序 LO 的分析复杂度。
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条件梯度法

条件梯度法（The Conditional Gradient (CndG) Method）又被称为
Frank-Wolfe 算法，近几年来，条件梯度法受到了机器学习和优化领域
的广泛关注，主要由于如下原因:
▶ 子迭代复杂度低：条件梯度法的子问题是求解一个线性逼近问题，
在很多情况下会比投影次梯度法的非线性逼近子问题要简单。

▶ 简单性：条件梯度法在实现时不需要精心挑选步长，且步长不依
赖于导数的 Lipschitz 常数。而梯度法的实现却非常依赖步长的选
择，需要反复的调整以达到收敛的目的。

▶ 解具有结构性：条件梯度法的解是约束集合 X 极点的凸组合，因
此具有稀疏性和低秩性。

接下来，我们将介绍条件梯度法在凸函数和强凸函数下的复杂度分析、
具有 LO 子程序的算法在求解约束光滑优化问题时的复杂度下界，以
及利用 Nesterov 加速梯度法框架导出加速条件梯度法，并分析其复杂
度。
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条件梯度法（面向凸函数）

我们首先给出条件梯度法求解凸函数优化问题的具体算法：

Algorithm 12: 条件梯度法（CndG，面向凸函数）

1 Input: x0 ∈ X，令 y0 = x0，取步长 αk ∈ [0, 1]
2 for k = 1, 2, ..., N do
3 在 yk−1 处调用子程序 FO，返回 ∇f(yk−1)
4 在 ∇f(yk−1) 处调用子程序 LO，返回 xk ∈ argminx∈X⟨∇f(xk−1), x⟩
5 令 yk = (1− αk)yk−1 + αkxk

6 end for
Output: yN

变换后可得 yk = conv{x0, x1, ..., xk}，即收敛点 yk 时点集
{x0, x1, ..., xk} 的凸组合。此外，步骤 5 可以变换为

yk = yk−1 + αk(xk − xk−1), (128)

即 yk 时按照方向 xk − yk−1 的方向按照步长 αk 进行更新。
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条件梯度法（面向凸函数）

CndG 中的步长有两种选择方式，其一是选取严格递减到零的变步长
序列：

αk =
1

k + 1
, k = 1, 2, ... (129)

另一种是采取精确搜索的步长：

αk = argmin
α∈[0,1]

f
(
(1− α)yk−1 + αxk

)
. (130)

和投影次梯度法相比，CndG 在求解 lp 范数约束问题和核范数约束问
题时效率更高。
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条件梯度法（面向凸函数）

CndG 中的步长有两种选择方式，其一是选取严格递减到零的变步长
序列：

αk =
1

k + 1
, k = 1, 2, ... (131)

另一种是采取精确搜索的步长：

αk = argmin
α∈[0,1]

f
(
(1− α)yk−1 + αxk

)
. (132)

和投影梯度法相比，CndG 在求解 lp 范数约束问题和核范数约束问题
时效率更高。
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条件梯度法的收敛速度（面向凸函数）

为了分析条件梯度法的收敛速度和复杂度，我们首先给出问题模型：

问题模型 4.1
考虑约束凸优化问题集合 F = (Σ,O, Tϵ)：
▶ 全局信息 Σ：目标函数 f ∈ C1,1

L (X)，且 f(x) 凸（或强凸），约束
集合 X 闭 t 凸有界；

▶ 局部信息 O：FO 子程序和 LO 子程序（或“面向强凸函数的、
改进的 LO 子程序”，后文会介绍）;

▶ 解的精度 Tϵ：求全局极小点 x̄ ∈ X 使得 f(x̄)− f∗ ≤ ϵ。
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条件梯度法的收敛速度（面向凸函数）

定理 4.1 *
设 f(x) 是凸函数，CndG 在求解问题模型 4.1 时取步长(131)或(132)，
则产生的序列 {xk} 对任意的 k = 1, 2, ... 满足

f(yk)− f∗ ≤ 2L

k(k + 1)

k∑
i=1

∥xi − yi−1∥2 ≤
2L

k + 1
D2

X , (133)

且为了达到 ϵ 精度需要调用 FO 和 LO 子程序的次数最多为⌈
2LD2

X

ϵ

⌉
− 1. (134)
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条件梯度法的收敛速度（面向凸函数）

基于定理 4.1 的一些分析：
▶ 可以发现，CndG 寻找 ϵ 近似解所需要调用子程序 LO 和 LO 的
次数相同，都不超过 O

(
LD2

X

ϵ

)
。在下文中，我们会知道 CndG 求

解 C1,1
L (X) 时，其子程序 LO 的调用次数，i.e.，O(1/ϵ)，达到了

复杂度下界，因此是最优的。然而，FO 的调用次数没有达到复
杂度下界 O(1/

√
ϵ)。

▶ 其次，注意到 Lipschitz 常数 L 和 DX 的都与设定的范数 ∥ · ∥ 有
关，即 L ≡ L∥·∥, DX ≡ DX,∥·∥。这意味着，我们可以选择合适的
范数，从而使得分析复杂度关于范数达到极小：

O(1) inf
∥·∥

{
L∥·∥DX,∥·∥

ϵ

}
. (135)

▶ (133)依赖于 ∥xi − yi−1∥2，然而这个值不一定随着 k 的增加而趋
近于零。
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条件梯度法（面向强凸函数）

接下来我们考虑条件梯度法求解强凸函数。为了充分利用目标函数的
强凸性从而提高收敛速度，我们对 LO 作出如下改进：输入某一给定
的 p ∈ Rn 和 x0 ∈ X，返回如下 x：

x = argmin
x∈X,∥x−x0∥≤R

⟨p, x⟩. (136)

我们称之为面向强凸函数的、改进的 LO 子程序。同样地，改进的
LO 的复杂度与范数的选择有关。
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条件梯度法（面向强凸函数）

基于改进的 LO，我们给出收缩条件梯度法（The Shrinking CndG
Method）：

Algorithm 13: 收缩条件梯度法（The Shrinking CndG Method）

1 Input: p0 ∈ X，令 R0 = DX

2 for t = 1, 2, ... do
3 令 y0 = pt−1

4 for k = 1, ..., 8L/µ do
5 调用改进的 LO 子程序计算 xk ∈ argminx∈Xt−1

⟨∇f(yk−1, x)⟩，
其中 Xt−1 := {x ∈ X : ∥x− pt−1∥ ≤ Rt−1}

6 令 yk = (1− αk)yk−1 + αkxk，其中 αk ∈ [0, 1]

7 end for
8 令 pt = yk, Rt = Rt−1/

√
2

9 end for
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条件梯度法的收敛速度（面向强凸函数）

定理 4.2 *
设 f(x) ∈ F1,1

L,µ，收缩条件梯度法在求解问题模型 4.1 时取步
长(131)或(132)，则产生的序列 {pk} 对任意的 t = 1, 2, ... 满足

f(pt)− f∗ ≤ µR0

2t
. (137)

且为了达到 ϵ 精度需要调用 FO 和改进的 LO 子程序的次数最多为

8L

µ

⌈
max

(
log2

µR0

ϵ
, 1

)⌉
. (138)
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加速框架下的条件梯度法

接下来，我们在加速梯度法框架中引入条件梯度法的 LO 子程序。主
要的改动是：将非线性逼近子问题修改为线性逼近的子问题。

加速框架下的条件梯度法（The Primal Averaging CndG Method）的
步骤如下：

Algorithm 14: 加速框架下的条件梯度法（The Primal Averaging
CndG Method）

1 Input: x0 ∈ X，步长序列 {αk}，αk ∈ [0, 1]，令 y0 = x0

2 for k = 1, 2, ... do
3 令 y0 = pt−1

4 for k = 1, ..., 8L/µ do
5 zk = k−1

k+1
yk−1 +

2
k+1

xk−1

6 令 pk = ∇f(zk) 调用 LO 子程序计算 xk ∈ argminx∈X⟨pk, x⟩
7 yk = (1− αk)yk−1 + αkxk

8 end for
9 end for
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加速框架下的条件梯度法的收敛速度

定理 4.3 *
PA-CndG 在求解问题模型 4.1 时取步长(131)或(132)，则产生的序列
{xk} 和 {yk} 对任意的 k = 1, 2, ... 满足

f(yk)− f∗ ≤ 2L

k(k + 1)

k∑
i=1

∥xi − xi−1∥2 ≤
2L

k + 1
D2

X . (139)

对比(133)，可以发现，CndG 的收敛速度与 ∥xk − yk−1∥ 的变化有关，
而该值不一定随 k 趋于零；PA-CndG 的收敛速度与 ∥xk − xk−1∥ 有
关，该值是否随 k 趋于零取决于 X 的结构和 ∥pk+1 − pk∥。令
γk = 2

k+1 , αk = γk，则可推出 ∥zk+1 − zk∥ ≤ 3γkDX，结合 C1,1
L (X)

的性质可得

∥pk+1 − pk∥∗ = ∥∇f(zk+1)− f(zk)∥∗ ≤ 3γkDX , (140)

因此 ∥pk+1 − pk∥ 随 k 趋于零，这意味着，PA-CndG 的确相对于
CndG 增强了收敛性。
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加速框架下的条件梯度法的收敛速度

引入更多条件进一步提高收敛性：

定理 4.4 *
PA-CndG 在求解问题模型 4.1 时取步长 αk = 2

k+1，假设子程序 LO
满足

∥xk − xk−1∥ ≤ Q∥pk − pk−1∥ρ∗, k ≥ 2, (141)

则对于某些给定的 ρ ∈ (0, 1] 和 Q > 0，对任意的 k ≥ 1 我们有如下收
敛性结果

f(yk)− f∗ ≤ O(1)


Q2L2ρ+1D2ρ

X

(1−2ρ)k2ρ+1 ρ ∈ (0, 0.5),
Q2L2DX log(k+1)

k2 ρ = 0.5,
Q2L2ρ+1D2ρ

X

(2ρ−1)k2 ρ ∈ (0.5, 1].

(142)
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条件梯度法的一般框架
首先，我们定义带 LO 子程序的解算法 S 的一般框架：

Algorithm 15: 条件梯度法的一般框架
1 Input: x0 ∈ X
2 for k = 1, 2, ..., N do
3 确定线性逼近函数 ⟨pk, ·⟩
4 调用 LO 子程序计算 xk ∈ argminx∈X⟨pk, x⟩
5 输出 yk ∈ conv{x0, ..., xk}
6 end for

算法 12、13、14 都是该框架的特殊情形。当 f 光滑时，pk 可以是某
个可行点处的梯度，或历史梯度的线性组合；当 f 非光滑时，pk 可以
是 f 光滑逼近函数的梯度。pk 也可以包含一些噪音或者二阶梯度信
息。将上述算法框架与一阶算法进行比较。可以发现，

▶ 条件梯度法的一般框架解决线性逼近的子问题，而一阶算法需要
求解非线性子问题（投影或近似点算子的计算）；

▶ 条件梯度法的一般框架对于算法的迭代方向 pk 和输出的点 yk 比
一阶算法更为灵活。
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光滑优化问题的 LO 复杂度下界

接下来，我们给出问题模型 4.1 关于 LO 子程序的分析复杂度下界。

定理 4.5 *
为了取得问题集合 C1,1

L,∥·∥(X) 且目标函数为凸函数的 ϵ 近似解，包含
条件梯度法的一般框架的解算法集合关于 LO 子程序的复杂度下界为⌊

min
{
n

4
,
LD2

X

8ϵ

}⌋
− 1. (143)

当 n 足够大时，光滑优化问题的 LO 复杂度下界为

O
(
LD2

X

ϵ

)
. (144)
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加速条件梯度法

由定理 4.5 可知，条件梯度法在 LO 子程序的调用次数上已经取得最
优，但是对 FO 子程序并没有。下面，我们通过加速条件梯度法来减
少对 FO 的调用次数。

Algorithm 16: 加速条件梯度法（条件梯度滑动算法，CGS）

1 Input: x0 ∈ X，迭代次数 N，取 βk > 0, ηk > 0, γk ∈ [0, 1]，令 y0 = x0

2 for k = 1, 2, ..., N do
3 zk = (1− γk)yk−1 + γkxk−1

4 xk = CndG(f ′(zk), xk−1, βk, ηk)
5 yk = (1− γk)yk−1 + γkxk

6 end for
Output: yN

CGS 与 Nesterov 加速梯度法不同的地方在于：步骤 3 中 xk 的更新方
式。本质上，加速条件梯度法是用条件梯度法来求解非线性优化子问
题。其中更新 xk 的子程序 CndG 如下：
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加速条件梯度法

Algorithm 17: 子程序 CndG：u+ = CndG(g, u, β, η)

1 u1 ← u, t← 1
2 调用 LO 求解如下子问题，令 vt 为其最优解：

Vg,u,β(ut) = max
x∈X
⟨g + β(ut − u1), ut − x⟩. (145)

3 若 Vg,u,β(ut) ≤ η，令 u+ = u，停机
4 令 ut+1 = (1− αt)ut + αtvt，其中

αt = min
{
1,
⟨β(u− ut)− g, vt − ut⟩

β∥vt − ut∥2

}
. (146)

5 取 t← t+ 1 并转到步骤 2

可以发现，子程序 CndG 更新 xk 的等价形式为求解如下非线性投影
子问题：

min
x∈X

{
ϕ(x) := ⟨g, x⟩+ βk

2
∥x− u1∥2

}
, g = ∇f(zk). (147)
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加速条件梯度法的收敛速度和复杂度

此外，子程序 CndG 步骤 2 中的 Vg,u,β 又被称为 Wolfe 间隔，是约
束优化问题最优性条件的满足程度。步长 αk 的选取实际上等价于

αt = argmin
α∈[0,1]

ϕ
(
(1− α)ut, αvt

)
. (148)

为了分析加速条件梯度法的收敛速度和复杂度，我们可以采取分步的
策略：

1. 确定子程序 CndG 的收敛性和复杂度；

2. 确定外迭代的收敛性和复杂度。
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加速条件梯度法的收敛速度和复杂度

定理 4.6 *
若 f ∈ C1,1

L (Rn) 且是凸函数，则加速条件梯度法求解问题模型 2.4 的
收敛速率为：

▶ 取 βk = 3L
k+1 , γk = 3

k+2，以及 ηk =
LD2

X

k(k+1) 时，外迭代收敛速度
为：

f(yk)− f(x∗) ≤ 15LD2
X

2(k + 1)(k + 2)
. (149)

若外迭代总次数（FO 的分析复杂度）为 N，则内迭代总次数
（LO 的分析复杂度）上界为

∑T
k=1 Tk ≤ 9N2 + 10N。加速条件梯

度法为了得到 ϵ 近似解所需的 FO 和 LO 的复杂度上界分别为

N(FO) =
√

15LD2
X

2ϵ
,N(LO) = 135LD2

X

2ϵ
+ 10

√
15LD2

X

2ϵ
. (150)
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加速条件梯度法的收敛速度和复杂度

定理 4.6 *（续）

▶ 令外迭代总次数 N 固定，取 βk = 2L
k , γk = 2

k+1，以及

ηk =
2LD2

0

Nk ，则外迭代收敛速度为：

f(yN )− f(x∗) ≤ 6LD2
0

N(N + 1)
. (151)

内迭代总次数（LO 的分析复杂度）为
∑T

k=1 Tk ≤ 6N2D2
X

D2
0

+N。
加速条件梯度法为了得到 ϵ 近似解所需的 FO 和 LO 的复杂度
上界分别为

N(FO) = O
(
D0

√
L

ϵ

)
, N(LO) = O

(
LD2

X

ϵ
+D0

√
L

ϵ

)
. (152)

加速条件梯度法的 FO 和 LO 均达到了 C1,1
L (X) 的复杂度下界。
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第五部分
随机优化算法的复杂度分析
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纲要

1. 随机优化算法的精度度量：ϵ 近似解和(ϵ, δ) 近似解

2. 求解随机优化问题的通用策略：
▶ 采样平均逼近策略：先通过蒙特卡洛采样对目标函数进行近
似，然后求解近似函数的最优值

▶ 随机逼近策略：直接利用目标函数的随机梯度信息更新迭代。
结合集成学习，还有集成随机逼近

3. 基于随机逼近算法框架，有
▶ 随机梯度法
▶ 随机镜像下降法

4.（随机梯度法）在光滑凸随机优化问题下的收敛速度

5.（改进的随机梯度法）在光滑非凸随机优化问题下的收敛速度
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随机优化问题

考虑随机优化问题

min
x∈X

f(x) := Eξ

[
F (x, ξ)

]
, (153)

其中 X ⊂ Rn 是一个非空有界闭凸集合，ξ 是一个随机向量，其分布
P 的支撑集 Ξ := {∀ξ : p(ξ) ̸= 0} ⊂ Rd。定义函数 F : X × Ξ→ R，对
任意的 ξ ∈ Ξ，F (x, ξ) 都是凸函数，该函数对任意的 x ∈ X 都是有限
值且关于 ξ 的期望

E[F (x, ξ)] =

∫
ξ∈Ξ

F (x, ξ)dpξ (154)

是有意义的。

显然，f(·) 在 X 上是凸的并且具有有限值。此外，因为凸函数在有界
闭集上连续，所以 f(·) 在 X 上连续。
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随机优化问题

因为需要在不同的 ξ 处计算 f(·)，而这在高维情况下十分耗时，因此
我们需要采用随机算法，例如，通过蒙特卡洛抽样技巧来降低复杂度。
对此，我们需要如下假设：

假设 5.1
对于随机向量 ξ，存在已知的蒙特卡洛策略，能够产生一系列的独立同
分布的样本：{ξi}Ni=1。
i

接下来给出一些常见的随机优化问题模型。
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随机优化问题

案例 5.1：随机效用模型

min
x∈X

{
f(x) := Eξ

[
ϕ
( n∑

i=1

( i
n
+ ξi

)
xi

)]}
, (155)

其中 X = {x ∈ Rn : x ≥ 0,
∑n

i=1 xi = 1}，ξi 相互独立且 ξi ∼ N (0, 1)，
ϕ(·) 是逐段线性的凸函数：

ϕ(t) := max
{
a1t+ b1, ..., amt+ bm

}
, (156)

其中 {aj}mj=1, {bj}mj=1 是已知常数。
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随机优化问题

案例 5.2：机器学习模型
对于机器学习中的分类或回归问题，我们有 n 个训练样本
{(x1, y1), ..., (xn, yn)}，其中样本特征 xi ∈ X，样本标签 yi ∈ Y。假设
其中的样本都是从某一未知分布 D 中独立抽样出来。我们需要求解分
类或回归模型 h(·;w) : X → Y，其中 w 是预测函数的参数。为此我们
构造误差函数 l(h(·, w), ·) : X × Y → R，并定义其在分布 D 上的期望
风险 R(w)：

R(w) := E(x,y)∼D

[
l(h(x;w), y)

]
. (157)

通过求解优化问题

min
w

R(w) + r(w) (158)

来求得分类或回归模型 h(·;w) 的最优参数 w∗，其中 r(·) 是正则项，
可以取 r(w) = ∥w∥22 或 r(w) = ∥w∥1，用于控制模型的复杂度，防止
过拟合。
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随机优化问题

对于上述机器学习模型，因为 D 未知，所以期望风险无法计算。但是
因为数据点独立同分布，所以我们可以用经验风险

Rn(w) :=
1

n

n∑
i=1

l(h(xi;w), yi) (159)

来近似 R(w)。这意味着，我们可以通过求解

min
w

Rn(w) + r(w) (160)

来得到 h(·;w∗) 的一个近似。
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随机优化问题解的精度

由假设 5.1，对随机变量 ξ 采样得到样本数据 {ξi}，通过处理 f(x, ξi)
我们可以得到(153)的一个近似解 x̃。注意到近似解 x̃ 是一个关于 ξ 的
函数，因此它是一个随机变量。由此，我们引入如下解的精度的度量：

定义 5.1
由随机优化算法产生的随机变量 x̃ ∈ X，如果其满足

Ex̃[f(x̃)− f∗] ≤ ϵ, (161)

则称其为随机优化问题(153)的ϵ 近似解。
因为无法精确计算期望，所以我们可以弱化用期望来衡量随机变量解
x̃ 的精确性，而采用关于解不等式成立的概率置信水平来衡量其解的
好坏：

定义 5.2
由随机优化算法产生的随机变量 x̃ ∈ X，如果其满足

Pr{f(x̃)− f∗ ≥ ϵ} ≤ δ, (162)

则称其为随机优化问题(153)的(ϵ, δ) 近似解。δ 越小，精度越高。
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随机优化问题

接下来将介绍：

▶ 两个策略：
1. 采样平均逼近策略：先通过采样（例如蒙特卡罗算法）对目
标函数进行近似，然后求解近似函数的最优值

2. 随机逼近策略：典型的方法是随机梯度法。它直接利用目标
函数的随机梯度信息来更新迭代点。结合集成学习，还有集
成随机逼近算法

▶ 深入分析随机梯度法的收敛速度和复杂度
1. 面向非光滑问题
2. 面向光滑凸问题
3. 面向光滑非凸问题
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采样平均逼近算法

采样平均逼近算法具体如下：

Algorithm 18: 采样平均逼近算法
1 对随机变量 ξ 进行抽样，产生样本序列 ξi, i = 1, ..., N

2 构造 f(x) 的逼近函数：f̂N (x) := 1
N

∑N
i=1 F (x, ξi)。

3 求解确定优化问题

min
x∈X

f̂N (x). (163)

当 N 很大时，∀x ∈ X, ϵ > 0，我们总有

Pr
(
|f̂ (

Nx)− f(x)| ≥ ϵ
)
→ 0. (164)

然而，这是一个很弱的结论。
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采样平均逼近算法的收敛速度
引理 5.1
（Hoeffding 不等式）设 Z1, ..., ZN 是具有相同期望 µ > 0 且相互独立
的随机变量，且 ∀i = 1, ...N,Pr{0 ≤ Zi ≤ V } = 1 成立，则对于
Z̄N = 1

N

∑N
i=1 Zi，有

Pr{Z̄n − µ ≥ ϵ} ≤ exp
(
− 2Nϵ2

V 2

)
. (165)

当 f(x, ξ) 关于 ξ 一致有界时，我们可以得到如下结论：

定理 5.1
若 F (x, ξ) 任意变差有界，即存在 V <∞ 满足

V = max
{
F (x1, ξ1)− F (x2, ξ2) : x1, x2 ∈ X, ξ1, ξ2 ∈ Ξ

}
, (166)

则对于任意 ϵ > 0 和 δ ∈ (0, 1)，当抽样样本数量取 N =
⌈
V 2

2ϵ2 log( 2ϵ )
⌉

时，有

Pr{|f̂N (x)− f(x)| > ϵ} ≤ δ. (167)
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采样平均逼近算法的收敛速度

设 x∗ 表示问题(153)的最优解，x̂∗ 表示问题(163)的最优解，定理 5.1
告诉我们：Pr{|f̂N (x∗)− f(x∗)| > ϵ} ≤ δ，然而我们更关注
Pr{|f̂N (x̂∗)− f(x∗)| > ϵ} ≤ δ 是否成立。换句话说，我们更想知道 x̂∗

的近似解是否也是 x∗ 的近似解。

对此，我们有如下结论：

定理 5.2 *
假设 X ⊂ Rn 且存在 L > 0，使得 F (x, ξ) 任意变差有界，若(163)中
的 N 满足

N ≥ O(1)
(DL

ϵ

)2[
n ln

(DL

ϵ

)
+ ln

(1
ϵ

)]
, (168)

其中 D := supx,y∈X ∥x− y∥，则问题(163)每个精度为 ϵ/2 的近似解都
是问题(153)的 (ϵ, δ) 近似解。
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采样平均逼近算法的复杂度 *

基于定理 5.2，我们有如下复杂度结论：

若 f̂N (x) ∈ C0,1
L (X) 且是凸函数，利用投影次梯度法求(163)精度为

ϵ/2 的近似解需要对 f̂N (x) 求 O(L
2D2

ϵ2 ) 次梯度，若使该解为问
题(153)的 (ϵ, δ) 近似解，则总共需要对 F (x, ξ) 的求导次数不少于

O
(
D4L4

ϵ4

[
n ln

(
DL

ϵ

)
+ ln

(
1

ϵ

)])
, (169)

也就是

O
(
n

ϵ4
ln 1

ϵ
+

1

ϵ4
ln 1

ϵ

)
. (170)

这就是采样平均逼近算法的复杂度。
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随机逼近算法

另一个策略叫随机逼近，它是随机梯度算法的原型。它直接利用随机
梯度来近似 f(x) 的梯度。

假设 5.2
存在子程序 SFO 对任意的 x ∈ X 和随机样本 ξ ∈ Ξ，返回函数值
F (x, ξ) 和一阶随机次梯度 G(x, ξ)，满足 Eξ[G(x, ξ)] = g(x) ∈ ∂f(x)。

Algorithm 19: 随机逼近算法框架 S
1 Input: x0 ∈ X，初始信息集合 I−1 = ∅
2 for k = 0, 1, ..., N do
3 根据 ξ 的分布生成样本 ξk
4 在 ξk 处调用子程序 SFO，更新信息集合

Ik+1 = Ik ∪ (xk, ξk,SFO(xk, ξk))
5 根据信息集合 Ik+1 更新迭代点 xk+1

6 end for
Output: x̄ = S(x0)
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集成随机逼近算法

进一步地，结合集成学习，我们可以得到集成随机逼近算法：

Algorithm 20: 集成随机逼近算法框架M
1 Input: x0 ∈ Rn，随机逼近基算法 S，每个基算法迭代次数 N，集成次数

K
2 for j = 1, ...,K do
3 调用随机逼近基算法 S，得到近似解 x̄j = S(x0)
4 end for

Output: x̂ =M(x0) =
1
K

∑K
j=1 x̄j
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分析随机逼近算法

为了分析随机逼近算法，我们对(153)的目标函数做如下假设：
▶ f(x) 在 X 上的总变差有界，即 Vf = supx∈X{f(x)− f∗} <∞；
▶ F (x, ξ) 在 X × Ξ 上的任意变差有界。

对随机逼近算法19的解 x̄，若我们可以证明存在关于迭代次数 N 的单
调递减函数 CS(N) 使得

E[f(x̄)− f∗] ≤ CS(N), (171)

则当 N 满足 CS(N) ≤ ϵδ 时，x̄ 是(153)的 (ϵ, δ) 近似解。这是因为，
根据 Markov 不等式有

Pr{f(x̄)− f∗ ≥ ϵ} ≤ E[f(x̄)− f∗]

ϵ
≤ CS(N)

ϵ
≤ δ. (172)
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分析集成随机逼近算法

对于集成随机逼近算法20，我们则有如下引理和定理：

引理 5.2
设 x̂ 是集成随机逼近算法20的解，则对任意的 β > 0 有

Pr
{
f(x̂)− f∗ ≥ CM(N) + β

}
≤ exp

{
− 2Kβ2

V 2
f

}
. (173)
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随机逼近算法的复杂度

定理 5.3
令 N 和 K 按如下方式选取

N =
⌈
C−1

S

(ϵVf

2

)⌉
, K =

⌈ 2

ϵ2
ln 1

δ

⌉
, (174)

则集成随机逼近算法20的解 x̂ 是问题(153)的 (ϵVf , δ) 近似解，即

Pr
{
f(x̂)− f∗ ≥ ϵVf

}
≤ δ, (175)

且集成随机逼近算法20总共需要调用子程序 SFO 的次数 T 满足

T = K ·N ≤
(
1 + C−1

S

(
ϵVf

2

))
·
(
1 +

2

ϵ2
ln 1

δ

)
. (176)
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随机逼近算法的复杂度

由随机梯度法的收敛性结论

E[f(x̄k)− f∗] ≤ DM√
k
, (177)

我们有 CS(N) = DM/
√
N。结合(172)可知，为了得到问题(153)的

(ϵVf , δ) 近似解，算法19中的 N 需要满足

N = O
(

1

ϵ2δ2

(
DM

Vf

)2)
. (178)

进一步地，若集成随机逼近算法20中的基算法是随机梯度法，则为了
得到问题(153)的 (ϵVf , δ) 近似解，算法20中的 N 和 T 需要满足

N = O

(
1

ϵ2

(
MR

Vf

)2
)
, T = K ·N = O

(
1

ϵ4
ln 1

δ

(
MR

Vf

)2
)
. (179)
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随机逼近算法的复杂度

算法19与算法20的复杂度结论可以总结如下：
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随机梯度法与随机镜像下降法：面向非光滑问题

基于到随机逼近算法框架，我们可以得到随机梯度法。

Algorithm 21: 随机梯度法（Stochastic Gradient Method）

1 Input: x0 ∈ Rn，步长序列 {γk}
2 for k = 0, 1, ... do
3 生成样本 ξk
4 在 (xk, ξk) 处调用子程序 SFO 得到随机梯度 G(xk, ξk)，并迭代

xk+1 = argmin
x∈X

∥xk − γkG(xk, ξk)∥2. (180)

5 end for
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随机梯度法与随机镜像下降法：面向非光滑问题

就像基于次梯度法得到镜像下降法那样，我们可以推广随机梯度法得
到随机镜像下降法。

Algorithm 22: 随机镜像下降法（Stochastic Mirror Descent Method）

1 Input: x0 ∈ Rn，步长序列 {γk} 以及 Bregman 距离 V (x, y)
2 for k = 0, 1, ... do
3 生成样本 ξk
4 在 (xk, ξk) 处调用子程序 SFO 得到随机梯度 G(xk, ξk)，并迭代

xk+1 = argmin
x∈X

γk⟨G(xk, xk), x⟩+ V (xk, x) (181)

5 end for
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随机镜像下降法的复杂度

当取 Bregman 距离为 V (x, y) = 1
2∥x− y∥2 时，随机梯度法 21 与随机

镜像下降法 22 等价。因此我们只给出随机镜像下降法的复杂度分析。

我们考虑随机优化问题(153)在下列随机梯度假设时的 ϵ 近似解和
(ϵ, δ) 近似解的复杂度。假设 {ξt} 是关于 ξ 的独立同分布随机变量序
列，考虑对任意的 x ∈ X，存在常数 M∗ > 0，且假设 5.2 产生的随机
次梯度 G(x, ξt) 满足下列条件之一：

假设 5.3 ∥G(x, ξt)∥∗ ≤M∗

假设 5.4 Eξt [exp(∥G(x, ξt)∥2∗/M2
∗ )] ≤ exp(1)

假设 5.5 Eξt [∥G(x, ξt)∥2∗] ≤M2
∗

显然有

假设 5.3⇒假设 5.4⇒假设 5.5 (182)

即，假设 5.3 最强，假设 5.5 最弱。
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随机镜像下降法的复杂度（基于假设 5.5）

定理 5.4 *
若假设 5.1、假设 5.2 和假设 5.5 成立，令

x̄k
s =

∑k
t=s γtxt∑k
t=s γt

, (183)

其中 xt 表示随机镜像下降法22的迭代点，则有如下收敛性结果：

E[f(x̄k
s)]− f∗ ≤

( k∑
t=s

γt

)−1[
E[V (xs, x

∗)] + (2ν)−1M2
∗

k∑
t=s

k∑
t=s

γ2
t

]
.

(184)
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随机镜像下降法的复杂度（基于假设 5.5）
推论 5.1 *
对随机镜像下降法22取固定步长 γt =

√
2µDw,X/(M

√
k)，则有如下收

敛性结果:

E[f(x̄k
1)− f∗] ≤ Dw,XM

√
2

µk
. (185)

其 ϵ 近似解的复杂度为

O
(
D2

w,XM2

ϵ2

)
. (186)

定理 5.5 *
若假设 5.1、假设 5.2 和假设 5.5 成立，则随机镜像下降法22求得
(ϵ, δ) 近似解的复杂度为

O
(

1

ϵ2δ2

)
. (187)
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随机镜像下降法的复杂度（基于假设 5.4）

定理 5.6
若假设 5.1、假设 5.2 和假设 5.4 成立，则随机镜像下降法22求得
(ϵ, δ) 近似解的复杂度为

O
(

1

ϵ2
ln2 1

δ

)
. (188)
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随机镜像下降法的复杂度（基于假设 5.3）
引理 5.3
（Azuma-Hoeffding 不等式）设 Z1, Z2, ... 是一个鞅差序列，且对
i = 1, 2, ... 满足 |Zi| ≤ V，则下列不等式成立

Pr
{ N∑

i=1

Zi ≥ c

}
≤ exp

(
− 2c2

NV 2

)
, (189)

Pr
{ N∑

i=1

Zi ≤ c

}
≤ exp

(
− 2c2

NV 2

)
. (190)

基于上述引理我们可以得到如下结论：

定理 5.7
若假设 5.1、假设 5.2 和假设 5.3 成立，则随机镜像下降法22求得
(ϵ, δ) 近似解的复杂度为

O
(

1

ϵ2
ln 1

δ

)
. (191)
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随机镜像下降法的复杂度

不同假设下的随机镜像下降法的复杂度总结如下：
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光滑凸随机优化问题

对于光滑凸随机优化问题，我们要求：

▶ f(x) 光滑且是凸函数；

▶ f(x) 的导数满足 ∀x, y ∈ X, ∥∇f(x)−∇f(y)∥∗ ≤ L∥x− y∥ 成立。

基于假设 5.1 和假设 5.2，类似地，我们给出如下假设：

假设 5.6 存在 σ > 0，对任意的 x ∈ X 有

(a) E[G(x, ξ)] ≡ ∇f(x). (192)
(b) E[∥G(x, ξ)−∇f(x)∥2∗] ≤ σ2. (193)

假设 5.7 对任意的 x ∈ X 有

E[exp{∥G(x, ξt)−∇f(x)∥2∗}] ≤ exp(1). (194)

假设 5.6 是说随机梯度是无偏的，且方差小于 σ2。由 Jensen 不等式，
我们有如下包含关系：假设 5.7⇒假设 5.6 (b)。
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随机镜像下降法的复杂度

引理 5.4
设 {ξt} 是独立同分布的随机变量序列，记 ξ[t] = (ξ1, ..., ξt)，设
Zt = Zt(ξ[t]) 是关于 ξ[t] 的 Borel 函数，且 E[Zt|ξ[t]] = 0 和
E[exp{Z2

t /σ
2
t }|ξ[t]] ≤ exp(1) 几乎处处成立，其中 σt 为常数，则对任

意的 λ > 0 有

Pr
{∑N

t=1 Zt∑N
t=1 σ

2
≥ λ

}
≤ exp

(
− λ2

3

)
. (195)

i

我们将基于这个引理得到相关的复杂度结论。
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随机镜像下降法的复杂度（基于假设 5.6）

定理 5.8 *
取步长 γt 满足 0 < γt < µ/(2L)，令

x̃k+1 =

∑k
t=1 γtxt+1∑k

t=1 γt
, (196)

其中 xt 表示随机镜像下降法22的迭代点，则有如下收敛性结果：
▶ 在假设 5.6 下，

f(x̃k+1)− f∗ ≤ K0(k), (197)

其中

K0(k) :=
D2

w,X + 2µ−1σ2
∑k

t=1 γ
2
t∑k

t=1 γt
. (198)
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随机镜像下降法的复杂度（基于假设 5.6、假设 5.7）

定理 5.8 *（续）
取步长 γt 满足 0 < γt < µ/(2L)，令

x̃k+1 =

∑k
t=1 γtxt+1∑k

t=1 γt
, (199)

其中 xt 表示随机镜像下降法22的迭代点，则有如下收敛性结果：
▶ 在假设 5.6、假设 5.7 下：

Pr{f(x̃k+1)− f∗ ≥ K0(k) + λK1(k)} ≤ e−λ2/3 + e−λ, (200)

其中

K1(k) :=
2Dw,X

√
2σ2

µ

∑k
t=1 γ

2
t + 2σ2

µ

∑k
t=1 γ

2
t∑k

t=1 γt
. (201)
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随机镜像下降法的复杂度

当我们取固定步长

γ∗ = min
{

µ

2L
,
√
µD2

w,X2kσ2

}
(202)

时，可以得到光滑随机凸优化问题的 (ϵ, δ) 复杂度上界为

O
(
LΩ2

ϵ
+

Ω2σ2

ϵ2
ln2 1

δ

)
. (203)
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光滑非凸随机优化问题

对于非凸随机优化问题，我们需要改进随机梯度法如下：

Algorithm 23: 随机迭代的随机梯度法（Randomized Stochastic Gra-
dient (RSG) method）

1 Input: x1 ∈ Rn，步长序列 {γk}，最大迭代次数 N，随机迭代次数 R 的
概率分布 PR(·)

2 设 R 是概率分布为 PR(·) 的随机变量
3 for k = 1, 2, ..., R do
4 在 (xk, ξk) 处调用子程序 SFO 得到随机梯度 G(xk, ξk)，并迭代

xk+1 = xk − γkG(xk, ξk). (204)

5 end for

随机迭代的随机梯度法与随机梯度法的区别在于其总迭代步数事先确
定，且服从某一概率分布。
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随机迭代的随机梯度法的收敛速度

定理 5.9 *
选择步长 {γk} 使得 γk ≤ 2/L，且概率密度函数 PR(·) 取

PR(k) := Pr{R = k} = 2γk − Lγ2
k∑N

k=1(2γk − Lγ2
k)

, (205)

则在假设 5.6 下，
▶ 对任意的 N ≥ 1 我们有

1

L
ER,ξ[N]

[∥∇f(xR)∥2] ≤
D2

f + σ2
∑N

k=1 γ
2
k∑N

k=1(2γk − Lγ2
k)

. (206)

▶ 若 f 是凸函数，则对任意的 N ≥ 1 我们有

ER,ξ[N]
[f(xR)− f∗] ≤

D2
X + σ2

∑N
k=1 γ

2
k∑N

k=1(2γk − Lγ2
k)

. (207)
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随机镜像下降法的复杂度
基于定理 5.9，我们可以得到随机迭代的随机梯度法在求解非凸光滑的
随机优化问题时的复杂度。

推论 5.2 *
对任意的常数 γ，取步长 {γk}：

γk = min
{ 1

L
,

γ

σ
√
N

}
, (208)

则在假设 5.6 下，
▶ 对任意的 N ≥ 1 我们有

1

L
ER,ξ[N]

[∥∇f(xR)∥2] ≤ C(N) :=
LD2

f

N
+
(
γ +

D2
f

γ

) σ√
N

. (209)

▶ 若 f 是凸函数，则对任意的 N ≥ 1 我们有

ER,ξ[N]
[f(xR)− f∗] ≤ LD2

X

N
+
(
γ +

D2
X

γ

) σ√
N

. (210)
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随机镜像下降法的复杂度 *

利用 Markov 不等式 ER,ξ[N]
[∥∇f(xR)∥2] ≤ C(N)，随机迭代的随机梯

度法跑一次的 (ϵ, δ) 复杂度为

Pr
{
∥∇f(xR)∥2 ≥

L2D2
f

N
λ+

2LDfσ√
N

λ

}
≤ 1

λ
. (211)

令 δ = 1/λ 并取 L2D2
f

N λ+
2LDfσ√

N
λ ≤ ϵ，可得随机迭代的随机梯度法

(ϵ, δ) 复杂度至多为

O
(

1

δϵ
+

σ2

δ2ϵ2

)
. (212)
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集成随机迭代的随机梯度法

受到集成随机梯度法的启发，我们也可以对随机迭代的随机梯度法进
行集成。

Algorithm 24: 集成随机迭代的随机梯度法（Two-phase RGS (2-RSG)
method）

1 Input: x1 ∈ Rn，最大迭代次数 N，集成次数 S，采样次数 T
2 for d = 1, 2, ..., S do
3 调用 RSG 算法，输入为 x1，最大迭代次数为 N，步长 {γk}。RSG

迭代次数 R 的概率分布为 PR(·)。令 x̄s 表示 RSG 的输出。
4 end for
5 从 x̄1, ..., x̄S 中选择 x̄∗ 输出，满足：

∥g(x̄∗)∥ = min
s=1,...,S

∥g(x̄s)∥, g(x̄s) :=
1

T

T∑
k=1

G(x̄s, ξk). (213)

Output: x̄∗



.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

.
.
.

.

集成随机迭代的随机梯度法的复杂度

定理 5.10 *
在假设 5.6 下，集成随机迭代的随机梯度法满足：
▶ C(N) 服从(209)中的定义，对任意的 λ > 0 我们有：

Pr{∥∇f(x̄∗)∥ ≥ 2(4LC(N) +
3λσ2

T
)} ≤ S + 1

λ
+ 2−S . (214)

▶ 令 ϵ > 0，δ ∈ (0, 1) 给定，若参数 S,N, T 取

S = S(δ) := ⌈log(2
δ
)⌉, (215)

N = N(ϵ) := ⌈max{
32L2D2

f

ϵ
, 32L(γ +

D2
f

γ
)
σ

ϵ
}⌉, (216)

T = T (ϵ, δ) := ⌈24(S + 1)σ2

δϵ
⌉ (217)

则集成随机迭代的随机梯度法为得到 (ϵ, δ) 近似解至多需要调用
S(δ)(N(ϵ) + T (ϵ, δ)) 次 SFO 子程序。
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基于随机迭代的算法的复杂度汇总

综上，随机梯度法在求解光滑函数时有如下 (ϵ, δ) 复杂度结论:

1. 随机迭代的随机梯度法在假设 5.6 下 (ϵ, δ) 复杂度为

O
(

1

δϵ
+

σ2

δ2ϵ2

)
. (218)

2. 集成随机迭代的随机梯度法在假设 5.6 下 (ϵ, δ) 复杂度为

O
(

log(1/δ)
ϵ

+
σ2

ϵ2
log 1

δ
+

log2(1/δ)σ2

δϵ

)
. (219)

3. 集成随机迭代的随机梯度法在假设 5.6 和假设 5.7 下 (ϵ, δ) 复杂
度为

O
(

log(1/δ)
ϵ

+
σ2

ϵ2
log 1

δ
+

log2(1/δ)σ2

ϵ

)
. (220)


